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摘   要 

 

近年来，随着网络技术和大规模存储设备的发展，诞生了一门新的数据密集型

的应用领域：数据流。在数据流中，数据呈现大量、连续到来的特点，因此从数

据流中挖掘潜在的知识变得更加困难。相对于传统的学习静态数据集的数据挖掘

算法，数据流上的学习算法必须能够处理两个额外的挑战：（1）数据流中大量、

连续到来的数据；（2）随着时间的变化，数据流中潜在的概念将发生变化（又叫

概念漂移）。在过去的十几年内，有很多的方法被提出来挖掘数据流上的关联规

则，查询和聚类数据流，以及分类数据流。从分类数据流的角度出发，以往的学

习算法又大致分为两类：增量学习和集成学习。尽管很多的经验结果证明了这些

模型的有效性，但是这些方法仍然有很大的局限性，表现在：（1）这些模型大都

假设数据流上的样本都是已经标签的，因此都是基于监督学习的基础来设计的；

（2）这些模型笼统地把数据流中的概念漂移看成是样本的联合概率分布发生变

化，而没有深入探讨概念漂移的起因和相应的解决办法；（3）这些模型都针对理

想的数据流而设计，没有考虑到数据流可能因为外部环境的变化而包含大量噪声

的情况。针对以上的不足，在本文中，我们基于统计学习的理论，提出了一系列

相应的解决方法，这包括：（1）考虑到数据流中有大量的样本，而标签所有的样

本将会消耗很大的资源，因此我们提出了一个基于最大方差的集成学习框架。这

个框架可以在标注很少一部分样本的情况下，仍然获得准确的预测模型；（2）在

那些仅仅有少量标签和大量未标签样本的数据流中，我们把数据流中的训练样本

分为四种不同的情况，然后提出了一个RK-TS
3
VM的学习框架来建立准确的预测模

型；（3）我们把数据流上的概念漂移分为两种不同的类型：由样本的分布变化而

引起的概念漂移（LCD）和同时由潜在模式的变化引起的概念漂移（RCD），并

分别提出了基于样本加权和分类器加权的集成学习框架进行解决；（4）在非理想
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环境中，对于那些包含噪声块的数据流，我们提出了一个混合集成（Aggregate 

Ensemble: AE）的学习框架来降低噪声数据块对预测模型的影响；（5）针对噪声

大量、随机分布在数据流中的情况，我们提出了一个全局和局部过滤（Local and 

Global Filterling： LgF）的框架来清洗数据流以建立准确的模型；（6）本文最后

给出了一个基于实际应用项目的数据流挖掘案例：基于多目标数学规划（MCMP）

的VIP客户邮箱日志流挖掘。在多种人工仿真数据流和真实数据流上的实验结果表

明了我们以上工作的正确性和有效性。 

 

 

 

关键词：数据流挖掘，概念漂移，偏置方差分解，集成学习，多目标数学规划 
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Mining Concept Drifting Data Streams  
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Abstract 

 

Recent advantages in networking architectures and storage technology have 

promoted a new class of data-intensive application where the data is modeled best not as 

persistent relations but as large scale of continuously arriving data streams. Mining 

from data streams has brought new difficulties to traditional machine learning and data 

mining methods where the algorithms are built based on the assumption that the training 

examples are stationary and easily to achieve. Consequently, it has been widely 

admitted that mining from data streams has to solve two additional challenges: (1) the 

overwhelming volume of fast flowing data; and (2) the continuously evolving/changing 

concepts (i.e., concept drifting). From the classification perspective, recent years have 

witnessed a large body of research works in tackling with these two challenges, which 

can be roughly categorized into two styles: (1) incremental learning mechanism; and (2) 

ensemble learning mechanism. Although many theoretical and empirical studies have 

demonstrated that these mothods can achieve good results on classifying data streams, 

these are still many problems need to be solved. For instance, (1) most of the previous 

works assumed that the examples in data streams are all labeled, such that traditional 

supervised learning algorithms can be used to learn from data streams after slight 

improvement; (2) all the previous works didn’t give an in-depth study of concept 

drifting, where they simply attribute the concept drifting to the shifting of the sample’s 

joint distribution; (3) their models are designed in an ideal streaming enviornment 

where no error data is observed, and thus they took no consideration of noise in data 

streams; (4) there are not enough research works on real-world data streams as most of 

their empirical studies were based on simulated data streams.   

Taking account of these shortages, in this paper, we propose many corresponding 

methods base on statistical learning theory. More specifically, our contributions can be 

described in six aspects: (1) considering there are a lot of examples in data streams 

which are costly to label, we propose an active learning method to selectively label 

some informative instances to build efficent classifiers; (2) for data streams with a small 

portion of labeled and a large portion of unlabeled examples, we propose a RK-TS
3
VM 

learning framework to leverage both labeled and unlabeled instances to formulate an 

accurate prediction models; (3) we categorized concept drifting in data streams into two 

different styles, loose concept drifting (LCD) and rigorous concept drifting (RCD), by 

realizing concept drifting is mainly triggered by the prior distribution of samples (i.e., 

p(x) ) or the conditional distribution (i.e., p(y|x)); (4) to mine from data streams with 

chunk-by-chunk noise, we present an Aggregate Ensemble (AE) learning framework to 
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reduce the impacts from the base classifiers which are built from noisy data chunks; (5) 

to learn from data streams with randomly scattered noise, we proposed an local and 

global filtering (LgF) framework to cleanse the data streams, which can acquire more 

accurate classifiers than other simple methods; and (6) To fertilize real-world 

applications of data stream technology, we first use multiple criteria mathematical 

programming (MCMP) method to analyze an real-world data stram: VIP Email log 

stream. Theoretical and experimental studies have demonstrated that our proposed 

methods can efficiently and effectively mine from data streams. 

Keywords: Stream data mining, Concept Drifting, Ensemble Learning, Bias-Variance 

Decomposition, Multiple Criteria Mathematical Programming 
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第一章．绪论 

1.1 研究背景 

数据库管理系统[1]、信息检索系统[2]、数据仓库系统[3]的诞生和成熟使得人

们能够存储和管理日益庞大的静态历史数据。近年来，随着数据收集、存储和传输

技术的发展，产生了一种新的数据密集型的应用领域：数据流 （Data Streams）。在

数据流中，数据往往呈现大量，高速，连续到来的特点，比如传感器网络流，电话

语音流， 交通监控流，交易数据流， 网页访问流，邮箱日志流等等。随着数据流

应用领域的不断涌现，怎么存储和操作这些大量、高速、连续到来的数据流变得尤

为迫切。传统的数据库管理系统是以静态数据为中心的数据存储和管理体系，它适

合于在稳定的数据库上进行批量操作和精确查询。而在数据流中，数据本身随时间

不断变化的特点需要系统能够连续地装载单个的数据项，并且能够连续地进行实时

的查询操作。 

为了能够适应这种新的需求，很多传统的数据库管理系统逐渐进化成为一种新

的数据流管理系统（Data Stream Mangement Systems，DSMS）。例如斯坦福大学的

STREAM 系统[4]，加州大学伯克力分校的 TelegraphCQ 系统[5]，布朗大学和麻省

理工大学合作的 Aurora 系统[6]，威斯康星州立大学的 NiagaraCQ 系统[7]等等。对

比起传统的数据库管理系统，这些新的数据流管理系统有两个鲜明的特点：（1）传

统的以数据为中心的管理模式被新的以查询为中心的管理模式所取代，数据不再假

设是固定存储在各类存储介质上而是随时间变化的，相反查询却变得相对稳定；（2）

这些新系统不再谋求得到精确的查询结果，取而代之是以近似查询结果来提高效

率，采用的方法有数据概要技术，随机采样算法，直方图算法，小波技术等[8]。 

尽管数据流管理系统在一定程度上为我们提供了数据流中的信息，但是随着时

间的推移，各类数据流上的简单查询操作已经不再满足需求。人们越来越希望能够

发现数据流中实时的、隐含的、潜在有用的知识，例如在大量的电话数据流中实时

发现恶意骚扰电话，在网络监控流中实时发现病毒程序等等。因此，近年来，在数

据流管理系统的基础上，结合数据挖掘、机器学习、知识发现等理论和技术，一项

新的智能信息处理技术——数据流挖掘（Data Stream Mining）逐渐兴起。在数据流

上，我们不能照搬传统的数据挖掘流程，先收集完样本后再学习模型，而是需要实

时的处理大量、连续的流数据，以实时的发现数据流中的知识。对比于传统的数据

挖掘方法，挖掘流数据面临以下两个额外的难题：（1）如何开发更加高效的算法以

消化大量的流数据；（2）如何适应数据流中潜在概念的变化，也叫概念漂移（Concept 

Drifting）。根据任务目标的不同，以往的数据流挖掘方法可以大致分为以下几类： 聚
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类数据流[9-21]，寻找数据流上的关联规则[22-33]，分类数据流进行预测 

[34-48]，以及其他一些数据流检测、预处理、可视化等方法[49-68]。 

1.2 相关工作* 

在过去的几年里，我们的工作主要集中在开发新的算法框架来分类数据流。从

分类数据流的发展来看，早期的研究工作仅仅着重于处理数据流中的大规模流数

据，希望在有限的内存空间下为数据流建立预测模型，比如 C.Shafer 提出的 Sprint

模型[69]，J.Gehrke 提出的 Boat 模型[70] 和 RainForest[71] 模型等，尽管这类方

法能够实时的处理大量的数据，但是由于没有考虑数据流中的概念变化问题，在实

用中效果很有限。考虑到以上模型的不足，近期的研究工作都强调同时处理大规模

数据和概念漂移问题，而且大都依据一个“根据最新的数据调整模型”的原则来建

立分类模型。从实现方式上，以往的方法又可以分为两种类型：增量学习（Incremental 

Learning）[13, 18, 45, 46, 47, 48, 72]和集成学习（Ensemble Learning）[39, 40, 

44, 47, 73, 74, 75]。增量学习方法在内存中维持一个动态的模型，该模型不断

根据最新到来的数据调整其决策边界，以此来不断学习新的知识同时丢弃过时的知

识。其典型代表有动态决策树模型[13, 42, 43]和自适应的贝叶斯模型[45, 46, 76, 

77, 78]。动态决策树模型的典型代表是 Domingos 和 Hulten 提出的 VFDT[13] 和

CVFDT[18]模型，VFDT 和 CVFDT 首先建立一棵决策树，然后根据新到的数据不

断的为决策树增添新的分支或删除过时的分支；自适应的贝叶斯模型一般根据历史

数据得到贝叶斯的先验知识，然后依据当前数据修正先验知识得到其后验概率，比

如 G. Lebannon 的最大似然模型[76]，F. Klawonn 的进化 Naive Bayes 模型[77]和

R.Chen 的在线贝叶斯模型[45]等。和增量学习不同，集成学习则在历史数据上建立

一系列的子分类器，然后把这些子分类器集成起来以分类未来的数据。相对于增量

学习，集成学习有一些显著的优势：（1）集成学习通过在历史数据上建立若干的子

分类器来保留各个数据块上的信息，它不依赖修改模型本身来保留信息，因此更加

快速；（2）在加权集成的情况下，通过调整各个子分类器的权重，集成学习可以解

决概念漂移的问题。因此，集成学习被广泛的应用于最近的研究工作中。比如 2001

年 Street 和 Kim 提出的 SEA 模型[40]，它利用最简单的模型平均（Majority Voting）

的方法来构造一个决策树集成算法；考虑到概念漂移导致对各个子分类器的偏好的

差别，Kolter 和 Maloof 在 2005 年提出一个加权分类器集成[44]的思想；2003 年

Wang 等提出了基于错误最小的分类器加权集成[39]。2007 年 Gao 等在区分随机数

据流（当前数据块和预测数据块分布不同）和静态数据流（当前数据块和预测数据

块分布相同或相似）的基础上，提出了一个垂直分类器集成的方式[47]，不同于上

                                                        
*此处我们只对数据流上的分类算法进行相关工作总结，在下面各章，我们会对各个子方向的相关工作进行描述。 
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述的那些在历史数据块上用同一个算法建立不同子分类器再进行集成的方式，垂直

集成用不同的算法在最近的数据块上建模，Gao 等证明这种新的垂直集成在随机变

化的数据流上可以获得最小的期望风险。 

1.3 研究内容 

尽管大量的理论和经验学习证明 1.2 节中列出的各种分类模型从某种程度上能

够有效的从数据流上学习知识。但是，这些模型无一例外都存在以下几个方面的不

足：（1）都是建立在所有样本都已经标注的基础上，所开发的分类模型大都是监督

学习模型。尽管这些模型都被证实了能够有效的从标签过的样本中高效的学习到知

识，但是在很多实际的数据流中，由于包含的样本规模极其庞大，标签这些流数据

本身就是一个很低效的工作；（2）都没有恰当解决当数据流中只有少部分标签的样

本，而大部分样本未标签的情况下如何学习的问题。尽管曾经有人试图使用半监督

学习的思想来分类数据流，但是数据流上的概念漂移问题使得样本类型不再单纯到

符合半监督学习的条件；（3）没有分析概念漂移产生的原因，笼统的把概念漂移定

义为样本的联合概率分布发生变化；（4）都在理想的环境中构造新的学习框架，没

有考虑当数据流中存在大量噪声的时候，如何克服这些噪声带来的影响从而建立准

确的预测模型；（5）在真实数据流上进行实时分类预测的案例太少。基于以上的不

足之处，我们对数据流上的分类问题开展了以下六个方面的研究工作： 

（1） 当标签数据流上的样本代价高昂的时候，为了实时的分类数据流，我们提出

了一个基于最小方差原则的主动学习（Active Learning）的框架来减少需要

标签样本的数量，提高学习效率。利用主动学习的方法，我们仅仅需要标注

很少一部分新到来的样本（也就是那些对当前分类器而言存在最大不确定性

的样本），就可以从数据流中实时的学习最新的概念。也就是说，该主动学习

框架可以同时克服大量数据和概念漂移的难题。 

（2） 对于那些同时混合了标签和未标签的样本的数据流，我们通过对标签类型和

概念漂移这两个影响因素作笛卡儿积，把数据流上的训练样本分为四种情况：

标签过的和同分布的样本，标签过的不同分布的样本，未标签过的同分布的

样本，未标签过的不同分布的样本。结合最近提出的半监督学习

(Semi-Supervised Learning)，转移学习(Transfer Learning)，自学习(Self-taught 

Learning) 的策略，我们提出了一个新的 RK-TS
3
VM 学习框架来学习同时有

标签和未标签样本的数据流。 

（3） 通过分析概念漂移发生的原因，我们把数据流上的概念漂移分为两种类型：

松弛的概念漂移（仅仅样本的先验分布 p(x)发生变化）和严格的概念漂移（样

本的先验分布 p(x)和潜在模式 p(y|x)同时发生变化）。在垂直集成的框架上，
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对于松弛的概念漂移，我们提出了利用核空间平均匹配(Kernel Mean 

Matching) 的方法来对训练样本加权，使得训练样本和测试样本在核空间符

合同一概率分布，从而适应概念漂移；对于严格的概念漂移，我们通过偏置

－方差分解(Bias-Variance Decomposition)的方法，来调整各个子分类器的权

重以减少集成分类器在未来数据块上的预测错误率。通过将概念漂移进行分

类，我们能更准确的挖掘数据流中的潜在知识。 

（4） 在许多现实数据流中，由于瞬时的外部环境的变化，噪声数据将会成块的出

现在流数据中，使得现有的各类集成学习框架都无法建立准确的预测模型。

为此，考虑到数据流中同时存在噪声和概念漂移的因素，我们提出了一个混

合集成学习（Aggregate Ensemble: AE）框架来同时克服这两个困难。混合集

成框架结合水平集成框架和垂直集成框架的优点，它在最近的一些缓存块上

用不同的算法来学习不同的子分类器，然后再把这些子分类器进行平均集成。

这种集成方式可以充分发挥历史数据和各种分类算法在预测未知分布数据上

的优势，获得最小的期望风险值。 

（5） 对于那些噪声样本随机分布在数据流中的情况，先前提出的混合集成可能仍

然得不到精确的分类器。为此，我们提出了一个联合过滤（Local and Global 

Filtering: LgF）的方法来检测并清洗这些均匀分布的噪声样本（也就是那些

方差最大的样本）。最后，我们可以在清洗好的数据流上学习一个准确的模型。 

（6） 我们给出了使用基于多目标数学规划（MCMP）的数据挖掘方法来挖掘邮箱

日志流的真实例子。客户流失已经成为很多 VIP 收费邮箱运营商的难题， 在

本工作中，我们通过实时的收集邮箱日志文件（包括客户登陆，收发邮件等

信息），建立多目标线性规划（MCLP），多目标二次规划（MCQP）的预测

模型来实时检测客户流失概率。 

1.4 本文的组织 

本文以下的章节组织如下：在第二章，我们介绍数据流上的主动学习框架；第

三章介绍用于挖掘同时存在有标签和无标签样本的 RK-TS
3
VM 学习框架；第四章介

绍对数据流中的概念漂移进行分类再挖掘方法；第五章介绍混合集成（Aggregate 

Ensemble: AE）框架挖掘带噪声块的数据流；第六章介绍联合过滤（Local and Global 

Filtering: LgF）清洗噪声数据流的方法；第七章介绍基于多目标数学规划（MCMP）

的邮箱日志流挖掘；在第八章我们将对本文进行总结和展望。 
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第二章．数据流上的主动学习 

    本章我们提出了使用主动学习（Active Learning）的方法来学习数据流。由于

数据流上的样本规模极其庞大，标注所有的样本将会变得非常困难甚至某种程度

上不可行。利用主动学习的方法，可以在标注很少一部分样本的情况下，精确地

学习数据流中的潜在知识。在数据流中，由于数据的不断变化和概念漂移，分类

器在新的数据块上可能会产生比在静态数据下更严重的错误。通过偏置－方差分

析，我们认为在数据流中，已建立的分类器的错误主要来自于其方差错误，因而

降低分类器在新数据块上的方差错误将会最终降低其预测错误。基于以上考虑，

我们提出了一个基于加权集成的主动学习框架，该框架以迭代的方式从新的数据

块上选择那些具有最大方差的样本加以标签，以此降低分类器在新数据块上的方

差错误从而降低其错误率。在人工数据流和 UCI 的真实数据上的实验结果验证了

我们新的主动学习框架在数据流上的有效性。 

2.1 引言 

在分类问题中，我们往往需要获得标签样本以建立分类器。而在大规模数据处

理问题中，标注所有的样本代价非常高，而且很多时候标注所有的样本用于学习

并不可行。比如，银行信用卡中心要实时检查其所有客户的交易流数据，以区别

欺诈交易和正常交易。假设每小时该银行的信用卡交易量达到 10000 笔，为了区

分欺诈交易和正常交易，业务人员需要标注训练样本进行分类。由于资源有限，

业务人员不可能标注所有的样本，假设每小时只能标注其中 10％的样本，那么选

择哪些样本进行标注就成了一个首要的问题。 

一个常用的减少样本标注量的方法就是主动学习（Active Learning）。S. Tong 在

2001 年给出了如下的主动学习定义[79]：主动学习是根据某种已定义好的查询函

数，通过部分已知样本的信息来采样未知样本的一个过程。相对于主动学习，传

统的那种先收集样本，预处理样本后再建模的过程成为被动学习过程。图 2.1 给

出了主动学习和被动学习的示意图，从图中我们可以看到，主动学习过程实际上

就是对样本池的一个迭代的查询——反馈过程，而其最关键的步骤在于查询函数

的选取。目前典型的查询函数大都来自于不确定性采样（Uncertainty Sampling）原

理，它们都通过减少分类器在新样本上的不确定性错误（或者说方差错误）来减

少分类器的预测错误率。比如 1996 年 Cohn 提出的统计查询方法利用减少分类器

的方差错误来减少分类器的期望风险[80]；Y.Freund 等的委员会查询函数（Query 

ByCommittee: QBC）[81]，它迭代的查找那些在各个委员会成员间引起最大争议
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的样本；类似的方法还有 D. Lewis 和 J. Catlett 在 1994 提出的降低分类器后验分

布差异的方法[82]；Luo 等在 2005 年提出了基于最小置信度的查询函数等[83]。

另外一类基于启发式的查询函数有 S.Tong 和 D. Koller 在 2001 年提出一个基于变

形空间（Version Space）分割的查询方法[84]，该方法每次查找那些接近分类边界

的样本加以学习。G. Schohn [85] 和 C. Campbell [86] 也分别做了类似的研究。 

 

 

 

 

 

（A） 被动学习过程 

 

 

 

  

 

                        （B）  主动学习过程 

样本池 主动学习器 分类器 

反馈 输出 

样本池 被动学习器 分类器 

数据 输出 

响应 查询 

 

图 2.1 被动分类器和主动分类器的区别：被动学习中，没有任何的方法指导采样过程，而在

主动学习中，主动学习器通过一定的规则查询候选样本池，得到的满足条件的样本将被送入

分类器进行学习。通过这种方式，主动学习可以大大减少学习器所需要的样本数量。 

 

本章中，我们也采用不确性采样的理论，每次都从样本池中找出那些当前分类

器具有最大不确定性的样本进行标签。虽然类似的工作已经被研究并运用在静态

数据集上，但是数据流的动态性对于传统的应用于静态数据库上的主动学习提出

了新的挑战，这包括：在数据流中，样本候选池是在不断地变化的，而静态数据

块上的主动学习假设有一个稳定的候选池；在数据流中，潜在的概念也是在不断

变化的，而静态数据库上的主动学习假设潜在概念是稳定不变的；在数据流中，

由于数据量很大，用所有标签的样本建立一个单一的查询函数可能会相当耗时。 

也就是说，我们设计的主动学习的框架必须解决以下 3个问题： 

（1） 数据流中的主动学习的目标是什么？ 

（2） 采用什么样的查询函数来选择需要标注的样本？ 

（3） 怎么解决数据流中的大数据量和概念漂移问题？ 

在本章中，我们提出了一个基于分类器集成的主动学习框架。在这个框架中，

每个子分类器都被赋予一个权重。通过调节这些权重，主动学习框架可以减少在

新样本上的方差错误率，从而提高其预测准确率。 

   本章以下的内容组织如下：在 2.2 节，我们讨论了一些简单的框架构成方案；

在 2.3 节中，我们推导了分类器的方差错误并给出了一个基于方差最小的权重调
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节机制；在 2.4 节，我们讨论了基于方差最小的主动学习的实现细节；2.5 节给出

了在人工数据流和 UCI 数据上的实验结果；在 2.6 节，我们对本章的内容进行了

总结。 

  表 2.1 本章要用到的符号 

c, ci 前者表示类别，后者表示第 i 类 

l 总的类别数 

Sn 第 n 个数据块（当前块） 

Ln, Un 数据块 Sn中的标签样本和未标签样本 

Cn 从 Sn 的标签样本 Ln中建立的分类器 

n

i  第 n 个分类器在 ci 类上由于方差错误产生的随机变量 

2
n
i

  随机变量 n

i 的方差 

n

iw  分类器 Cn 在 ci类上的权值 

E 集成分类器 

E

c  集成分类器 E 的方差错误产生的随机变量 

2
E
c

  随机变量 E

c 的方差 

2.2 数据流上的简单主动学习框架 

图 2.2 给出了数据流上的主动学习框架，其目标就是要标签最少的样本而获得

最大的预测准确率。考虑一个不断流入的数据流场景，假设当前的缓存块是 Sn，

先前的数据块（„, Sn-3, Sn-2, Sn-1）已经不能再被访问，但是在其上建立的分类

器（„, Cn-3, Cn-2, Cn-1）已被保存。在这些条件下，我们要做的就是在新到来的

Sn上选择一部分具有最大信息量的样本进行标签，然后在标签的样本集上建立一个

分类器 Cn，这个新建立的分类器和历史的„.Cn-3, Cn-2, Cn-1 组成一个新的集成分

类器 E，并且 E 在 Sn 中的剩下的未标签的样本中能够有最大的分类精度。 

 

 
数据流 Sn-k+1 Sn-k 

 
Sn = Ln  Un 

                Un 

 
Ln                 Un-k+1 

 
Ln-k+1              Un-k 

 
Ln-k 

 

Cn-k+1 Cn-k Cn 

 

 

分类器集成 E 

wn wn-k 
wn-k+1 

 

预测 

 

图 2.2 数据流上的主动学习框架 



挖掘概念漂移的数据流 

8 

 

当用来标签样本的资源有限的时候，那我们需要选择哪些样本进行标签呢？我

们给出了以下三种方法：随机采样标签，局部不确定性标签和全局不确定性标签。 

2.2.1 随机采样策略（Ramdom Sampling） 

一种最简单的采样策略是使用随机采样办法来随机的从 Sn 中选取一部分样本

进行标签。这种简单方法在实际中却也能得到很好的结果（参看 2.4 节的实验结

果）。这可能是因为数据流中隐含的模式可能会快速变化，使用很精确的查询策略

会在某种程度上使得标签的样本偏向于某一个类别，从而使得被标签的样本并不

能反映当前数据块上的真实分布信息。相反，采用随机采样的策略使得每个新到

来的样本有平等的机会被选中并被标签，这在数据流分布变化激烈的时候成为了

一种平均意义上最好的采样策略。 

2.2.2 局部不确定性采样（Local Uncertainty Sampling） 

另外一种采样策略是局部不确定性采样。这种方法不考虑数据流的动态特征，

它把每块数据 Sn 作为一个静态的数据集，仅仅考虑当前的 Sn 而不考虑其他的历史

块。这种方法只采用局部的信息来选择在新块上的样本。由于样本只是根据局部

数据块上的信息来选取新的信息，这种方法可能会陷入局部最优。 

2.2.3 全局不确定性采样（Global Uncertainty Sampling） 

基于全局不确定性采样的主动学习框架使用包括当前块在内的所有历史块来

组成一个集成查询函数，也就是说，在 Sn 上建立的分类期 Cn，将会和 Cn-k+1, „., 

Cn-k, Cn-1 一起组成一个委员会机器，在 Sn 所有剩下的样本中，选择那些不确定性

最大的样本进行标签。全局不确定性采样的好处是它比局部不确定性采样更加稳

定，当数据流变化不激烈，或者隐含的模式反复出现时，全局不确定性采样可以

达到最大的效用，当然，其缺点也非常明显，当概念漂移快速发生的时候，历史

分类器可能会很快的就变得不再反映未来数据的分布，这时候，缓存的分类器不

但不能提供有用的信息，而且大量的缓存分类器会恶化最后的结果。 

因此，我们可以看到，选用哪种类型的采样模式完全取决于数据流的概念变化

类型，而这又是我们无法预知的。在后面的实验中，我们将通过仿真实验和对 UCI

的真实数据库的测试来考察各种采样策略的性能对比。 

2.3 集成分类器方差最小推导 

在这一节，我们首先推导在单个分类器和分类器集成的情况下的方差错误。然

后，我们将给出一个权重调节规则来最小化分类器集成的方差错误。这个通过权

重调节来最小化分类器方差的方法将被用来构建主动学习框架。 
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2.3.1 单个分类器的方差错误 

给定分类器 f，对于任意一个测试样本 x，分类器 f 将 x 分为 ci 类的概率 ( )
icf x 可

以表示成如下[39, 87-98]:  

( ) ( | ) ( )
i i ic i c cf x p c x b x    （2.1） 

其中，P(ci|x)是 x 被 f 分到 ci 类的后验概率分布，
icb 是分类器 f 的偏置（bias）

错误， ( )
ic x 是 f 的方差（variance）错误。对于理想的分类器, 它把 x 分为 ci 类的

概率 ( )
icf x 会等于其后验概率 P(ci|x)，但是实际上，对于任何一个现实中的分类器，

它对样本 x 的预测概率还会包含额外的偏置错误
icb 和方差错误 ( )

ic x 。偏置错误

icb 是学习算法本身所具有的预测错误率， 当选定了一个分类算法，那么它在样本

x 上的偏置错误是恒定的。 ( )
ic x  是方差错误，这种错误是由于样本的选取不同

而产生。由于我们在每个数据块上使用同样的学习算法，也就是说，每个子分类

器都有相同的偏置错误，减少分类器的方差错误就可以减少最终的预测错误率。

因此，在去掉 2.1 中的偏置错误以后，分类器 f 把 x 分类到 c 的概率可以简化为： 

( ) ( | ) ( )
i ic i cf x p c x x   （2.2） 

考虑一个两类分类问题（Ci 和 Cj）, 如图 2.3 所示，贝叶斯最优决策边界可

以 由 以 下 规 则 确 定 ： 对 于 所 有 的 x*, 都 有 p(ci|x*)=p(cj|x*) ，  其 中

)|(m a x*)|( xcpxcp kikj  。 事实上，由于分类器 f 只能给出 ( )
icf x 而得不到

( | )ip c x ， 真实的分类边界将会是 xb，它和 x*之间有一定的差别 b=xb-x*。换句话

说，图 2.3 中的黑色的三角形区域就是额外的预测错误率。根据[87], 这部分增

加的错误可以用等式 2.3 来表示： 





 dbbfbAErr badd )()(  （2.3） 

其中 ( )A b 是黑色三角形区域的面积， ( )bf b 是该部分的分布密度函数。 

Tumer[87] 等证明了这部分增加的错误可以表示为： 

ss
Err cjcic

add

222

 



  （2.4） 

其中 s=p(cj | x*) - p(ci | x*)， p() 表示 p()的导数，
2

ci
 表示随机变量 ( )

ic x 的方

差。等式 2.4 表明，一个分类器的平均额外错误率和其方差
2

ci
 成正比，方差越小，

分类器的期望错误率越小。 
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Class ci 
Class cj 

)|( xcp i  )|( xcp i  

)(xf
ic  )(xf

jc  Bayes optimum 

boundary 

Actual decision 

boundary 

x* xb 

b 

Added error Bayes error 

 

图 2.3.  贝叶斯决策边界和错误区域示意图 [88] 

2.3.2 集成分类器的方差分析 

当使用 k 个分类器组合成一个集成分类器 E 的时候，E 将 x 分到类 Ci的概率将

会是各个子分类器的后验概率的线性组合。在本章中，我们使用图 2.4 所示的一

个加权分类器集成的框架，每个分类器 Cn 有一个权值
n

i
w ，其中下标 i（i=1,..,l）

对应的是类别号。集成分类器 E 将 x 分到 Ci的概率可以表示成等式 2.5， 

 
1 1 1 1

1 1

( ) ( ) ( | )

( | )

i i i

i

n n n n
E m m m m m m

c i c i i i c i

m n k m n k m n k m n k

n n
m m m

i i c i

m n k m n k

f x w f x w w p c x w

p c x w w





           

     

  

 

   

 

 （2.5） 

其中 ( )
i

m

cf x 表示分类器 Cm把样本 x 分到类别 ci 的概率。 

 测试样本 x 

Cn-k+1 Cn-k Cn 

 )(
1

xf E

c
  

1

1

knw  knw 

1

 

nw1
 

 )(xf E

cl

  

n

lw

 

 

knw 

1

 

1

1

knw  

)(maxarg
],1[

xf E

c
li

i


 

)(1

1
xf kn

c

   
 )(1 xf kn

cl

    
 )(

1
xf kn

c

   
 )(xf kn

cl

     )(
1

xf n

c
   )(xf n

cl

 
 

 

 

图 2.4.  加权分类器框架，每个子分类器 Cn 都被赋予一个权重向量 n

i
w ,i=1,..,l. 

 

这个概率又可以表示为等式 2.6， 

)()|()( xxcpxf E

ci

E

c ii


 （2.6） 

其中每个 ( )
i

E

c x 是分类器 E 分类样本 x 所产生的随机变量，它是各个自子分类器的

随机变量的线性加权和， 
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1 1
i i

n n
E m m m

c i c i

m n k m n k

w w 
     

    （2.7） 

因此，随机变量
i

E

c 的方差可以表示为等式 2.8： 

1 12

1 1

cov( , )
i i

E
ci

n n
m g m g

i i c c

m n k g n k

n n
m g

i i

m n k g n k

w w

w w


 


     

     





 

 
 （2.8） 

分解等式 2.8，我们可以得到等式 2.9 如下 

2 2

1 1;2 1

2 2

1 1

cov( , )( ) m i i
ci

E
ci

n nn
m g m gm
i i c ci

m n k g n k g mm n k

n n
m m

i i

m n k m n k

w ww

w w





 


        

     

 
   
   
   

 

 

 （2.9） 

假设各个子分类器相互独立，等式 2.9 的第二项为 0，随机变量 ( )
i

E

c x 的方差可以

表示为等式 2.10，  

2 2 2 2

1 1

( ) ( )E m
c ci i

n n
m m

i i

m n k m n k

w w
 

 
     

    （2.10） 

其中
2

m
ci


 表示随机变量分类器 Cm由于方差错误在类别 ci 上产生的随机变量

i

m

c 。在

本章中，
2

m
ci


  可以根据等式 2.11 计算，其中x 是验证数据集，|x| 表示集合x

中的样本数，
i

x

cy 表示样本 x 的真实的类别信息。如果 x 被赋予类别 ci, 
i

x

cy 等于 1，

否则为 0。 

 2 2

( , )

1
( )

| |
m

i ici
x

x m

c c

x cx

y f x





  


  （2.11） 

因此，集成分类器 E 的方差错误可以表示成等式 2.12 

2 2 2 2 2

1 1 1 1

( ) ( )E E m
c ci i

l l n n
m m

i i

i i m n k m n k

w w
  

  
       

 
   

 
     （2.12） 

根据 Tumer 等的结论，一个分类器的平均错误增加量和它的方差成正比，因此，

分类器 E 的期望错误增加量为： 

S
Err

E
E

add

2





 

 （2.13） 

也就是说， 为了减少 E 的错误率，我们可以最小化它的方差错误，而这可以通过

调节其权重来实现。 

2.3.3 调节权重以最小化集成分类器方差 

式 2.12 是一个凸函数，最简单的凸函数的极值获取方法就是梯度下降法[99]，该
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方法每次沿着目标函数的负梯度方向前进，直到算法稳定。下面我们就利用梯度

下降的方法来降低集成分类器 E 的方差错误。首先，等式 2.12 的梯度方向为 2
E

 对

权重 m

iw 的导数为： 

2 2 2

2 1
1 1

2 2 2 2 3

1 1 1

2 2

( ( ) ) ( )

2 ( ) ( ( ) ) 2 ( )

2

g
c jE

m g
c ci i

m g
c ci i

n n
l g g

j jj
g n k g n k

m m

i i

n n n
m g g g

i i i i

g n k g n k g n k

g m g

i i i

g n

w w

w w

w w w w

w w w





 

 




 

 




     

 

        

 

  
    

    
 

      

 
  



  

  

1

3

1

( )

n

k

n
g

i

g n k

w



  





 
 （2.14） 

因此， 2
E

 的最小值就可以通过每次在梯度的负方向上对变量 m

iw 进行迭代。假设

当前已经迭代到了第 K 步，迭代点为 ( )m

iw K ， 那么，下一步 ( 1)m

iw K  可以表示

为，  

( 1) ( )m m m

i i iw K w K w     （2.15） 

其中改变量 m

iw 可以表示为公式 2.16， 

2
E

m

i m

i

w
w







   


  （2.16） 

其中是迭代步长，在我们后面的实验中，该迭代步长设置为 0.5。因此，结合公

式 2.14~2.16，我们可以得到，每一步的迭代公式可以表示为： 

2 2

1

3

1

( ) ( ) ( )

( 1) ( )

( ( ))

m g
c ci i

n
g m g

i i i

g n km m

i i n
g

i

g n k

w K w K w K

w K w K

w K

 
 

  

  

    
  

  




  （2.17） 

公式 2.17 给出了怎么调整各个子分类器权重 m

iw 来使得整个分类器集成的方差最

小。由于目标函数是一个二次凸函数，梯度下降能够保证找到全局的最优解。在

数据流中，权重的调节过程可以由很多事件来触发，比如说，任意一个标签过的

样本 Ln 都可以被用来更新权重。在下一部分，我们将会利用公式 2.17 来指导主动

学习过程，其中每个新到来的标签过的样本都将被用来调节权重以保证目标函数

能够迭代到最小值。 

2.4 基于方差最小的数据流上的主动学习框架 

数据流上的主动学习主要是解决应该从当前数据块 Sn 中标注哪些能够提供最
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大信息量的样本。根据不确定性采样理论，选择标注的样本应该是那些带来集成

分类器 E 带来最大方差的样本。我们认为这部分样本是造成分类器预测精度下降

的主要因素，标注这些样本可以降低集成分类器 E 在当前数据块 Sn上的错误率。

因此，我们设计了一个基于最大方差的主动学习框架来学习数据流。图 2.4 给出

了算法的整个流程。 

假设算法已经根据数据块Sn-1建立了最新的 k-1个分类器Cn-k+1, Cn-k, .., Cn-1， 当

新的数据块 Sn 到来的时候，为了启动主动学习框架以在 Sn 中选择新的需要标签的

样本，我们首先随机选择一小部分样本加以标签，然后放入已经标签的样本集合

Ln 中。接下来在 Ln 上建立分类器 Cn。这样就形成了新的 k 个缓存分类器，我们组

合这 k 个子分类器形成集成分类器 E。下一步，通过计算 Cm在 Ln 上的精度，我们

为每个分类器 Cm, m=n-k+1,...,n 初始化权重值 m

iw , i=1,..,l。也就是说，我们依据

Cm在 Ln 上的精度，设置 (0) (0), , [1, ]m m

i jw w i j l   。 

在初始化完成后，对于在未标签样本集 Un 中的每个样本，我们需要计算它对

于当前分类器集成 E 的方差，然后从中选取方差最大的那个样本进行标注。根据

式2.11和 2.12，集成 E 的方差是基于它的每个子分类器在验证集x上的方差 2
m
ci


 。

对于未标签集 Un 中的每个样本 Ix ，它的验证集包括所有已经标签过的样本 Ln 和

Ix 自身，也就是说x=Ln  Ix。由于计算方差 2
m
ci


 需要x 中的每个样本都有一个类

标签，我们将使用集成分类器 E 来预测 Ix 的标签。然后，如图 2.5 中的 8(a)和 8(c)

步所示，算法使用式 2.11 和 2.12 来计算验证集x 上的集成方差，而这个值将被

看成是 Ix 的集成方差， 

在计算完 Un 中所有未标签样本的集成方差后，我们对其进行排序并找到具有最大

方差的样本加以标签并放入 Ln 中。然后，我们重新调节每个子分类器的权重以确

保集成分类器 E 在 Ln上有最小的方差错误。为此，我们重新计算每个子分类器 Cm

在 Ln 上的方差值 2
m
c

 。必须注意的是：在图 2.5 的第 8(c)步所计算的 Ix标签不是

被人工标注，而是用集成分类器 E 来预测的标签。然后，我们使用式 2.17 来为每

个子分类器 Cm（m=n-k+1,..,n）计算新的权值 

根据这个权重调节过程，算法将会检查三个条件以判断下一个迭代过程：（1）

如果用户指定的能够标签的样本数已经到了，那么算法就将退出（第 12 步）；（2）

在标签了一定数量的样本后，算法决定是否需要重建分类器 Cn（第 13 步）；（3）

算法重复标签下一个样本（第 14 步）。 
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  算法: 数据流上的主动学习框架 

  输入: (1) 当前数据块 Sn; (2) k-1 个缓存的子分类器 Cn-k+1, .., Cm, .., Cn-1; (3) , 数据块 Sn 上的标签样本率；  

输出: 标注 Sn 中百分之 样本, 使得在 Ln上建立的分类器 Cn 和前 k-1 个分类器组成一个集成分类器， 

这个分类器在 Sn 的未标签的样本上具有高的分类准确率  

1. Ln  ;  Un  Sn 

2. Ln  从 Sn中随机选择一小部分样本. 

3.   0   // 记录总的标签样本数 

4. 在数据集 Ln 上建立分类器 Cn 

5. K  0  // 记录当前数据块上的标签样本数 

6. 对每个子分类器 Cm, m=n-k+1,.., n 初始化权重，其中 ],1[,),0()0( ljiww m

j

m

i   

7. 用已建立的分类器 Cn-k+1,..,Cm, …, Cn 构造一个图 2.4 所示的集成分类器 E . 

8. For 对每一个 Ix ∈Un 

a. 使用集成分类器 E 预测 Ix 的类别标签 

b. 建立一个验证集 x = Ln  
xÎ , 其中 

xÎ  是指标签过的 Ix. 

c. 计算每个分类器 Cm 在 x的方差，将其代入公式 (2,10) 计算分类器集成的方差.  

再利用公式 (2.12) 计算总的方差作为 Ix的期望集成方差。  

EndFor 

9. 选取 Un中具有最大集成方差的 样本 Ix 加以标注，并放入标签数据集 Ln 中， Ln = Ln  Ix; Un=Un \ Ix 

10. 重新计算每个分类器 Cm 在当前标签过的数据块 Ln 上的方差，并使用公式(2.16) 调节每个分类器

cm 的权重 
m

i

m

i

m

i wKwKw  )()1( ;  i=1,.., l 

11.   +1;  K  K +1 

12. If   |Sn|  退出  // 如果百分之  样本标签，则退出 

13. Else if  K  (|Sn| /e) 返回第 4 步 // 当前块结束，重建模型 Cn  

14. Else   返回第 8 步  //继续标签新的样本 
 

  图 2.5  数据流上的主动学习框架图 

 

当权重 m

iw 被频繁更新的时候，当前块上的子分类器 Cn 只会进行有限次的重建

（由时间参数 e 决定），因为重建分类器可能会耗费更多的时间。在每次重建 Cn

的时候，通过计算它在 Ln 上的精度， 我们将会为每个子分类器 Cm初始化权重 m

iw , 

i=1,..,l。 这是因为当 Cn 被重建的时候，先前的权重都变得无效了。 

2.4.1 概念漂移问题 

图 2.5 中的主动学习框架可以有效的处理数据流中的概念漂移问题。从局部最

优的角度来看，由于 Cn 是依据最近的数据块 Sn 建立的分类器，对比于其他的 k-1

个缓存的分类器 Cn-k+1, .., Cm, …, Cn-1，Cn 在 Ln 上的方差更小，因此会被赋予更大

的权重。如果当前数据块 Sn 中隐含的模式已经发生了巨大的变化，那么赋予 Cn 更

大的权重将会让整个框架偏好于那些使得 Cn有更大方差的样本。一般来说，最新

建立的分类器更有可能揭示将会出现的模式，那么赋予 Cn 更大的权重就可以更大

程度地克服概念漂移的难题。从全局观点来看，集成分类器由一系列子分类器

Cn-k+1, …, Ck 组成，每个子分类器都有一定的权值，当概念漂移发生时，我们可以

通过调节这 k 个子分类器的权重来克服潜在概念的变化问题。 
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2.4.2 算法性能提高 

根据图 2.5 中的算法框架，每当有新的样本被标签以后，算法都会有一个权重

调节的过程，这样会降低算法的整体性能。为了提高算法的运行效率，我们必须

降低权重迭代的次数。一个有效的办法就是采用批处理的方式，只有当多个样本

（比如）被标签的时候，才启动权重更新的过程，也就是说，每次我们选择前

个具有最大方差的样本进行标签，然后标签过的样本又被用来更新各个分类器的

权重。比如说，假设 Sn 中有 10,000 个样本，用户给定的参数=0.1，e=5。那么我

们应该在 5 个之间单位内标签 10％的样本，并且在每次标签 200 个样本后重建分

类器 Cn。如果用户给定的=20，那么权重调节过程在每 20 个样本标注后被启动。

在我们后面的实验中，的值被设置成在每个时间单元内更新 5次权重。通过这种

批处理技术，我们可以尽最大可能的降低算法的时间复杂度。 

2.5 实验 

2.5.1 实验设计 

为了对比不同的方法的采样性能和预测精度，我们使用图 1所示的框架来为每

种对比方法建立分类器集成 E。这样，所有的方法都是基于一个相同的集成框架，

如果一个算法 A 好于另外一个算法 B，那么我们就可以得出结论说算法 A 比算法

B 更能有效的找出那些包含信息量最大的样本点。值得注意的是，不同的主动学习

方法会选择从 Sn 中选择不同的标签样本比例，从而导致测试集的大小有所不同。

为了更直观的反映结果，我们必须确保每次使用的测试集大小一致。因此，我们

的算法在两种不同的测试集上进行测试：（1）对于数据流上的每个当前数据块 Sn,，

我们使用 Sn 中全部的样本来测试算法性能；（2）给定一个固定的测试 T，所有的

算法在 T 上检验预测性能。实验中，所有的算法用 Java 在 Netbeans 环境中实现，

其中的简单贝叶斯算法[102]和决策树算法[103]采用了WEKA [100]的软件包实现。 

2.5.2 实验数据 

人工数据流：为了详细对比各种算法的性能，我们使用一个非线性超平面（式 2.18）

来模拟真实的数据流过程， 

21
( )

( )

d i

i
i i

a
f x

x x



   （2.18） 

在式 2.18 中，d 是样本 x 的属性数。每个属性 xi, i=1,..,d 是一个 0 到 1 之间的随

机数。系数 ai, i=1, .., d 对应于相应的属性 xi，初始值也被赋予一个 0到 1之间的

随机数。在数据的产生过程中，我们逐渐改变 ai 的值来模拟概念漂移。为了对每

个样本 x 产生类别标签，我们首先产生一个阀值
2

0 1
(0.5 0.5 )

d

ii
a a


  ，然后为每个
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类别设置一个闭区间[a0, a0]，如果 f(x) 落入该区间，我们将会赋予 x 相应的类

别标签，其中，参数，的选择取决于各类别的样本比例（此处我们取使得各类

平衡的值）。 

概念漂移可以通过控制以下参数来实现：（1）t，控制概念漂移的程度（在每 N

个样本中）；（2）p，控制将会发生变化的属性数；（3） h 和 ni{-1, 1}，控制权重

调节方向。在产生一个样本 x 之后，ai 被连续地以 nit / N 速率进行调整，a0 则被

用来重新计算决策边界（概念漂移）。同时，在产生 N 个样本之后，决策面的方向

有百分之 h 的概率发生改变，也就是说对于所有的属性 ai 都有 ni = -ni。为了表达

的简便，我们使用类似 c2-I100k-d10-p5-N1000-t0.1-h0.2 的语句行来表示一个两类

的数据流，该数据流有 100K 的样本量，每个样本包含 10 个维度。概念漂移随机

发生在5个属性上，属性的权重在每1000个样本后有0.1的变化量，决策面有20％

的概率转向。 

 

真实数据流：我们从 UCI 数据集[101]上选择了以下 3个数据集作为数据流进行实

验：Adult（有 48,842 个样本的 2类分类问题），Covtype （有 581,012 个样本的

7 类分类问题），和 Letter （20,000 个样本的 26 类分类问题）。Adult 数据库根

据人口普查数据来预测某个人的年收入是否超过 5万美元，Covtype 数据需要把森

林覆盖类型分为 7类，Letter 数据需要分类 26 个手写字母。Adult 和 Covtype 都

是密集数据集合，其中 Covtype 各类是非均匀分类，85％的样本都属于前两类。

而 Letter 是一个稀疏数据集，其类分布最为均匀，因此少量的样本无法学习真正

的概念。 

2.5.3 其他对比算法 

为了对比各种算法的性能，我们实现了第 2.2 节中提到的三种简单的采样策

略，随机采样（RS），局部不确定性采样（LU）和全局采样（GU），同时，我们基

于最小方差的主动学习方法表示为 MV。对于每个数据流，我们分别利用它们所标

签的样本进行建模，并比较模型在整个数据流块上的平均预测精度。为了公平，

我们都使用图 2.1 所示的框架来构建集成学习器，所有的集成框架都使用相同数

量的子分类器，每个子分类器的权重都和其在 Ln 上的精度成反比。所有的参数都

设置成一样（除了 RS 在每个时间单元把所有的样本都进行标签）。对于 LU，GU，

MV 算法，分类器 Cn 在每个单位时间末都被重建。当每次 MV 重建分类器 Cn 的时候，

我们也同时调整 LU 和 GU 的权重，这样来避免 MV 因额外的更新过程而优于 LU 和

GU。由于所有的方法在每个数据块上都有一个随机选择的过程，我们对每个算法

都运行 10 次，并给出其均值和方差。 
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2.5.4 实验结果 

在给定参数下的实验结果对比 我们使用 WEKA 中的 C4.5 算法作为我们的基本的

分类算法，并在 3 中不同类型的人工数据上做测试：二组分类问题（表 2.2.1），

三类分类问题（表 2.2.2），和四类分类问题（表 2.2.3）。对于每个数据流，我们

给出了使用不同规模的数据块（从 250 到 2000）的结果。我们设置参数＝0.1，

k=10, 也就是说，最新缓存的 10 个分类器将被用来建立新的分类器集成 E。尽管

分类器个数 k 的选取对于集成 E 的性能有很大的影响，我们此处并不着重讨论，

只取一个固定值 10。 

表 2.2.2 中的结果表明，当每个数据块的样本规模减少的时候，所有算法的分

类精度都有所下降。这是因为更小的数据块包含的样本更少，因而得到的分类器

普遍意义上都偏低。然而，采用小样本块的优点也很突出，因为很多学习算法的

时间复杂度都和训练样本量成正比，因而在小样本块上建立分类器的时间复杂度

更小，更加迅速。 

对于一些特殊的方法，表 2.2.2 表明，尽管所有的样本都是来自同一个分布

函数，在多组上的实验结果比在两组分类上的结果更加差。也就是说，主动学习

在多组上的预测性能远不如两组上的预测性能。 

考虑多有的四种方法，我们可以看到 MV 在整个的数据流预测过程中有最高的

预测精度。局部方法 LU 并不适合用来构造主动学习框架，它不论在两组还是多组

上的性能都远差于随机采样的方法 RS。对于全局方法 GU，尽管 GU 比随机采样 RS

有更大的机会表现的更精确，但是对于多组问题，它却不如随机采样的方法好。

RS 得到的结果出乎意料的好，而且很难得到一个比 RS 高很多的采样方法。正如我

们在第 2.2 节分析的结果那样，随机采样随机采样方法解决了快速变化的数据流

中的分布变化问题，因而会有更好的预测结果。 

表 2.2.2 中的结果仅仅表明了在所有数据块上的不同方法的平均精度。为了对

比不同的方法在某个特定的数据块上的表现，我们列出了每个方法在单个数据块

上的结果列于图 2.6(a)-2.6(c)中，其中 X 轴代表了数据块的 ID（也就是数据块

到来的次序），Y 轴代表了分类器的预测精度（我们列出了在数据块规模为 500 个

样本时候的结果）。同时，为了验证数据流上的类分布变化的影响，我们记录了每

个数据块的类分布情况并在图 2.7(a)–2.7(c)中给出了结果。我们还可以看到，

如图 2.6(a)–2.6(c)中的曲线有很大的波动。通过把精度和类分布的对比，我们

可以看到它们之间的强相关性。如果数据流经历一个大的类分布变化，那么各种

方法的预测精度将会受到很大的影响。当然，实际的预测精度不但取决于类部分，

并且取决于分类边界的复杂度。这部分的结果告诉我们，当样本的类分布发生大

的变化的时候，主动学习方法将会受到很大的影响，尤其是在处理多类分类问题
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的时候。 

图 2.6 中的结果也表明，MV 方法在所有数据块上的性能比其他各种方法都好。

这也说明了对于概念漂移的数据流，MV 可以自适应的标签包含最大信息两的样本

从而构造一个精确的分类器。MV 的优势无论在两类还是多类分类问题上都得到了

体现。表 2.3 中列举了使用简单贝叶斯（NB）方法作为基础学习器（使用 WEKA 中

自定义的参数）的结果，结果表明 MV 在所有的数据块上的性能也是最好。这个结

果非常的有意义，尽管过去有工作指出朴素贝叶斯分类器不能准确给出类别概率

值，但是我们的 MV 的框架仍然能够获得很好的结果。这是因为 MV 方法是基于分

类器的概率值的方差来调节权重，而不是绝对的概率值。这表明，我们提出的主

动学习框架并不依赖于基础学习器的选择，采样策略的成功才是其优于其他算法

的原因。 

 

 
表 2.2.1: c2-I50k-d10-p5-N1000-t0.1-h0.2 (=0.1) 

块大小 RS LU GU MV 

250 74.542.89 73.702.75 75.513.35 81.082.85 

500 83.072.42 82.562.36 85.162.95 86.792.51 

750 86.102.75 85.693.13 88.143.04 88.672.74 

1000 86.433.52 86.114.12 88.793.47 89.093.39 

2000 86.475.01 85.944.82 88.694.27 88.884.27 

 

表 2.2.2: c3-I50k-d10-p5-N1000-t0.1-h0.2 (=0.1) 

块大小 RS LU GU MV 

250 56.362.71 55.462.64 56.572.71 64.413.87 

500 66.314.30 66.114.23 66.994.98 71.594.23 

750 71.792.86 70.493.61 72.593.77 74.393.99 

1000 75.292.88 74.233.27 76.453.72 78.224.38 

2000 73.926.11 72.976.01 76.374.64 75.985.44 

 

表 2.2.3: c4-I50k-d10-p5-N1000-t0.1-h0.2 (=0.1) 

块大小 RS LU GU MV 

250 42.272.01 41.381.80 41.342.09 46.452.04 

500 50.472.34 49.812.47 49.912.45 53.953.04 

750 58.113.65 56.753.26 56.483.09 59.863.88 

1000 63.083.67 62.724.07 61.923.65 64.044.11 

2000 71.874.47 70.674.98 70.985.09 72.135.33 
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(a) 两类的人工数据流 
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(b) 三类的人工数据流 
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(c) 四类的人工数据流 

图 2.6 集成分类器在不同数据块上的精度 (=0.1, e=3) 
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(a) 两类的人工数据流 
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(b) 三类的人工数据流 
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(c) 四类的人工数据流 

  图 2.7 不同数据块上的类分布 

 

 表 3.3.1: c2-I50k-d10-p5-N1000-t0.1-h0.2 (=0.1) 

块大小 RS LU GU MV 

250 78.222.59 75.662.41 78.872.41 81.642.37 

500 78.711.82 78.021.69 82.311.85 83.231.93 

750 79.051.71 78.261.76 82.841.75 83.181.80 

1000 78.941.91 78.022.01 82.961.64 83.181.82 

2000 78.712.87 76.982.76 83.321.87 83.001.91 

表 3.3.2: c3-I50k-d10-p5-N1000-t0.1-h0.2 (=0.1) 

块大小 RS LU GU MV 

250 59.886.52 58.336.43 59.207.40 64.855.54 

500 63.405.68 61.926.11 61.768.18 66.165.44 

750 63.375.91 62.315.90 62.038.22 65.175.93 

1000 63.106.54 61.336.61 62.017.91 64.596.32 

2000 63.258.16 60.778.04 63.606.96 64.427.15 

表 3.3.3: c4-I50k-d10-p5-N1000-t0.1-h0.2 (=0.1) 

块大小 RS LU GU VM 

250 44.802.84 43.272.85 47.73.04 50.402.79 

500 49.712.58 48.322.44 50.902.43 52.302.60 

750 51.472.33 49.572.45 51.752.14 52.502.11 

1000 51.922.32 50.572.32 50.982.07 51.942.12 

2000 53.321.99 51.332.08 51.401.78 52.871.83 
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(a) 两类的人工数据流 
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(b) 三类的人工数据流 
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(c) 四类的人工数据流 

图 2.8 集成分类器在不同值上的精度 (块大小为 500) 

 

 

参数不同取值下的结果对比 在图 2.8 中，我们对比了不同参数下的所有四种方

法。当增大的时候，所有的算法的预测精度都有不同程度的提高。这是因为当标

签样本的数量增加时，我们更容易获得强的基础分类器，从而提高整个集成分类

器的精度。总的来说，MV 和 GU 的精度最高，大部分的时候 LU 都差于 RS 方法。这

再一次肯定了一个结论：在数据流中，由于概念漂移和类分布的变化，传统的在

静态数据集上的局部不确定性采样方法并不适合于数据流的场景。MV 和 GU 方法都

是采用全局不确定性的策略进行采样，但又各自不同。GU 依据当前分类器集成的

最大不确定性来采样，而 MV 依据集成方差来进行采样。这其中主要的差别就是 GU

希望标签那些对于当前各个子分类具有最大的平均不确定性的样本，但是 MV 却是

选取那些对当前分类器来说造成最大差异的样本点。 

正如我们在第 2.2 节讨论的那样，通过在各个缓存块上建立子分类器，GU 把静态

数据集上的委员会查询（Query by Committee）的方法扩展到了数据流上。在原

始的 QBC 方法中，各个委员会成员都是从相同分布的数据中随机选择样本而学习
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得到，因而委员会成员之间的差异性相对较小。而在数据流中，不仅仅是委员会

成员建立在不同的数据块上，而且概念漂移将会造成成员之间极大的不同。因此，

基于加权平均的不确定性在数据流上不再像静态数据集中那么有效。图 2.8 也很

好的支持了我们这个论点。从中我们可以看到，MV 在所有的参数上的预测精度都

要好于 GU 的方法。从多类分类的角度来看，GU 的性能是不理想的，有时甚至比

RS 还要差。这在下一节的 UCI 上的数据集上将表现的更加明显，尤其当标签样本

量很少的时候。 

 

UCI数据集上的实验结果 图2.9和 2.10展示了各种算法在真实UCI数据集上的结

果。不同于人工数据流中各个数据块的强相关性，真实数据上的数据块之间没有

明显的关系，各个数据块之间的概念漂移变得更加不确定和不可预知，事实上，

我们连各个数据块上所隐含的概念都不知道。在这种情况下，我们比较了算法在

两种类型的测试集上。在图 2.9 中，算法在当前数据块 Sn 上的所有样本上进行测

试。在图 2.10 中，算法在一个独立的测试集上进行测试。该测试集根据 10 叠交

叉验证，所有的训练集中的样本被看成是数据流，测试集被单独拿出来检验。 

图 2.9 和 2.10 中的结果表明，当数据有弱的概念漂移的时候，各种算法在新

到来的数据块上或者在独立的测试集上的性能没有太大的区别。如果图 2.9 中的

方法 A的性能比方法 B的性能差，那么图 2.10 中的结果也类似。在这两个图中，

MV 也一直是最好的算法。尽管 GU 在数据集 Adult 和 Covtype 上表现很好，但是

GU在 Letter数据上的表现却是最差的，比MV的预测精度低了20％。考虑到Letter

数据集是一个各类均匀分布的稀疏数据集，我们可以说对于大量类别的数据集，

传统的不确定性采样将会表现更差。这也验证了我们在第 2.2 节和 5.2 节的分析，

在大量类别的并且稀疏的数据集上，各个数据块上建立的子分类器将会有很大的

差异，因此计算平均不确定性不是一个好的解决办法。 
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(a) Adult  
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(b) Covtype 
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(c) Letter 

图 2.9 集成分类器在数据块 Sn上的精度 (块大小为 500) 
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(a) Adult  
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(c) Letter 

图 2.10 集成分类器在独立的测试块上的精度 (块大小为 500) 

 

2.6 本章小结 

本章中，我们提出了一个使用主动学习框架来学习数据流的方法。在数据流中，

数据大量、连续的流入，并且概念漂移使得潜在的模式发生变化。数据流上的主

动学习就是要在仅仅标注一小部分样本的情况下，能够构造一个精确的预测模型。

为了处理这个问题，我们分析了集成分类器的方差错误率和它的预测错误率的关



挖掘概念漂移的数据流 

24 

系，并且推导出最小化分类器的预测错误等价于最小化它的方差错误。在这个理

论基础上，我们提出了一个方差最小（Minimal Variance）的分类器设计原则。根

据这个原则，集成分类器每次从当前数据块中选择那些造成最大方差错误的样本

进行标注。同时，我们也推导了一个基于梯度下降的权重调节方法来迭代的降低

集成分类器在新数据块上的方差错误率，从而能够适应概念漂移。在人工数据流

和真实 UCI 数据集上的实验结果表明，简单的全局或局部采样方法在静态数据集

中表现也许很好，但是在动态的数据流中却不是一个好的方法。在概念漂移的数

据流中，通过动态地调节各个子分类器的权重，本章提出的基于集成分类器方差

最小的主动学习框架可以获得更准确的预测精度。 

本章的主要贡献有三点：（1）不同于以往在数据流上的监督学习策略，我们首

先考虑了数据流上标签样本花费的问题，并提出了在数据流上通过标签一部分样

本来降低学习代价的新策略；（2）我们首先提出了使用主动学习框架来建立数据

流上的预测模型；（3）我们首先提出了在数据流上的方差最大的采样原则，我们

认为方差最大的样本就是那些可以用来处理概念漂移的样本。 
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第三章．挖掘有限标签样本的数据流 

本章提出了一个解决学习带有有限标签样本的数据流的问题。由于数据流中有

大量的样本，而用来标签这些样本的资源却非常有限，我们收集到的流数据往往

包含少量的标签样本和大量的未标签样本。如何释放这些未标签样本的能量来辅

助学习器学习新的知识是一个大的挑战。因为数据流上的潜在模式可能会发生随

机的变化，如果不恰当的使用这些未标签的样本不但不能提高学习器的预测精度，

还可能会恶化其性能。我们认为，在数据流中，相对于即将到来的测试块，当前

的训练块上: (1)既存在有标签和未标签样本，(2)同时又存在随机的概念漂移。

因此，通过在这两个条件上进行笛卡尔积运算，我们把训练块上的样本（相对于

测试块中的样本）分成四种不同的类型：有标签和同分布的样本（类型 I），有标

签和不同分布的样本（类型 II），无标签和同分布的样本（类型 III），无标签和

不同分布的样本（类型 IV）。接下来，我们提出了一个 RK-TS
3
VM 学习框架，来

学习训练块上这四种类型的样本。在人工数据流和真实的电力供应流，传感器网

络流上的实验结果表明，我们提出的 RK-TS
3
VM 框架比以往的简单模型的精度高。 

3.1 引言 

我们还是从银行信用卡欺诈分析入手。银行信用卡中心要实时检查其所有客户

的每笔交易信息数据，以发现高风险的交易。为了建立自动的欺诈交易预测模型，

我们必须让业务人员标注一部分样本进行建模，由于各种资源的限制，业务人员

可能只能为我们标注其中很小一部分的交易样本。假设每小时该银行的信用卡交

易量达到 10000 笔，业务人员在该时间内最多只能标注其中的 5%的交易样本，这

就形成了一个问题，剩下的 95％的未标签的交易样本对建立预测模型是否有用？

如果有用，该怎么使用？ 

   在静态数据上，已经有很多学习算法被提出来使用未标签的样本来修正分类边

界，比如半监督学习方法[104-125, 127-131]利用未标签的样本来获得类分布信

息，从而修正在标签样本上得到的分类边界。但是，在数据流上，由于潜在模式

的变化，未标签样本的分布远比静态数据集上的样本分布复杂。 

为了从流数据中建立预测模型，一个重要的任务就是从历史数据中寻找相同或

相似分布的样本。这个问题实际上是非常难解的，因为我们无法知道即将到来的

测试数据是服从什么分布的，我们也不知道概念在什么时候以什么方式发生了变

化。为此，许多数据流挖掘模型都基于一个假设：相邻到来的流数据其隐含的模

式是相关的。按照这种假设，如果我们把数据流按数据块分割，那么同一个数据
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块里的样本就来自于同一个分布，因此在当前块建立的模型就可以用来预测即将

到来的测试块。这种前提，实际上并不能够完全反映真实的数据流的概念漂移情

况。在实际操作中，由于数据块的大小由系统缓存区的大小决定，而缓存区的设

置又具有极大的主观性和经验性，因此就可能产生这样一个结果：由于概念漂移

在任意时刻以任意方式发生，同一个数据块中的样本来自于两个甚至多个不同的

分布。因此，考虑到概念漂移的情况，我们使用数据流中的未标签样本必须解决

以下几个方面的问题： 

（1） 在数据流中，概念漂移到底会对标签样本产生什么影响？ 

（2） 在数据流中，概念漂移到底会对未标签样本产生什么影响？ 

（3） 怎么设计有效的算法来从既有标签样本，又有未标签样本的动态数据流中学

习知识？ 

在本章中，我们首先根据概念漂移在既有标签样本，又有未标签样本的训练块

上发生的情景，通过笛卡尔积的形式把训练样本分成了四种类型：有标签和同分

布的样本（类型 1），有标签和不同分布的样本（类型 II），无标签和同分布的样

本（类型 III），无标签和不同分布的样本（类型 IV）。 然后，我们提出了关系

KMeans 和转移半监督支持向量机的模型（Relational Kmeans based Transfer 

Semi-Supervised SVM : RK-TS
3
VM）来学习训练块中的混合数据类型。其中关系

KMeans（RK）用来从第 IV 类样本中构建新特征，这些新的特征将被用来重建第

I，II， III 类样本。转移半监督支持向量机（TS
3
VM） 则用来从重建后的第 I，

II， III 类样本中构建预测模型。 

本章的组织如下：在下一节我们介绍训练样本类型的划分；第三节分别介绍关

系 KMeans 模型和转移半监督支持向量机模型；第四节介绍 RK-TS3VM 学习框架；第

五节给出实验结果；最后我们对本章进行总结。 

3.2 分类数据流中的样本类型 

假设流数据按数据块依次到来，每块里面都包含很少一部分标签样本和大部分

未标签样本。在给定的时间戳下，挖掘的目标就是要准确地预测即将到来

（yet-to-come）数据块中的所有样本。为此，我们使用当前（up-to-date）数据块

里面的样本来建立预测模型。当概念漂移发生在该训练块里面的时候，当前数据

块中将会混合四种不同类型的样本，有标签和同分布的样本（类型 1），有标签和

不同分布的样本（类型 II），无标签和同分布的样本（类型 III），无标签和不同

分布的样本（类型 IV）。此外，尽管第 II 和 IV 类的样本的概率分布和目标域不同，

但是由于其样本靠近目标域，我们此处把它们视为和目标域近似分布的样本。 

这四类样本在数据块中的分布如图 3.1 所示。假设即将到来的测试块
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（Yet-to-come Test Chunk）中的蓝色空心圆表示测试样本，那么在当前的训练

块（Up-to-date Training Chunk）上的蓝色的实心圆表示第一类样本，红色的实

心圆表示第二类样本，它们都是标签过的样本。蓝色的空心圆表示第三类样本，

而红色的空心圆表示第四类样本，它们则是未标签过的样本。由于概念的时间相

关性，我们可以看到第一类和第三类样本将是那些靠近测试块的样本，也就是位

于当前训练块的末端，而第二类和第四类样本则位于当前块的前端。 

 

           图 3.1 数据类型分割 
 

假设一个数据流以每时间单位 k 个样本的速度流入，其中隐含的概念发生变化

的概率为 c（0≤c≤1）。在每个时间戳，训练块 D={x1,x2, …, xn}被缓存，专家系统

以每秒钟 l（ l n ）个样本的速度进行标签。那么相同分布的样本的数量将会和

概念漂移率 c 成反比（假设比例系数为  ） 并可以表示为 1c n  ， 而剩下的

1(1 )c n   个样本则具有和测试样本相似的分布。如果我们用 L1, L2, L3, L4 来分别

表示这四类样本的大小，则它们可以分别计算如下： 

1
1L c l    ， 

1
2 (1 )L c l     

1
3 ( )L c n l     ； 

1
3 (1 ) ( )L c n l       

 （3.1） 

通过以上的分析，我们可以给定四类样本在训练块中的位置和大小。但是在实

践中，我们也许可能没有关于概念漂移率 c 的任何先验知识，因此，在我们的实

验中，当 c 不可知的时候，可以在训练块的末端取很小一部分样本，比如 10％的

样本作为同分布的样本。下一部分，我们将介绍一个新的学习模型来从数据流中

学习这四类样本。 

3.3 关系 KMeans 和转移半监督支持向量机模型 

我们上节讨论了训练块中的四类样本的特征。为了从这四类样本中学习到准确

的分类器，在这部分，我们介绍两个模型，转移半监督支持向量机（TS3VM）模型

和关系 Kmeans（RK）模型。TS3VM 模型结合了传统的监督 SVM [126]，转移 SVM[126]

和半监督 SVM[114, 127-131]的优点，可以从前三类样本中学习知识。而 RK 模型
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则被用来学习第四类样本。考虑一个数据流上的二类分类问题，为了简化模型的

构造，我们顺序定义这四类样本为：第一类样本（L1 个标签的样本）为

1 11 1 L L= {(x ,y ), ..., (x , y )}1 T ，其中 dx ，d 是维数， { 1, 1}y   ； 第二类样本（L2 个

标签样本）为
1 1L 1 L 1 L= {(x , y ),...,(x , y )}2 LT   ， 其中 L=L1+L2 ； 第三类样本（U 个未标

签样本）为 T3={xL+1, …, xL+U}； 和第四类样本（N 个未标签样本）T4 ={xL+U+1, …, 

xL+U+N}。 

3.3.1 转移半监督支持向量机模型（TS3VM） 

直观上来看，TS3VM 模型可以通过把 T1，T2，和 T3 数据块都包含进来而建立起

来。更确切地说，我们可以首先在 T1 上建立一个传统的监督支持向量机，然后再

把 T2 包含进来建立一个转移支持向量机（Transfer SVM），最后再把 T3 包含进来

建立一个我们最终的 TS3VM 模型。 

 为了学习数据块 T1，我们构造经典的支持向量机模型如下： 

1
2

1

1

1

1

2

. . :

( ) 1 , i L

0, i L

L

i

i

i i i

i

min w C

s t

y w x b









  

        

    



  （3.2） 

其中 w 是投影方向，b 是分类边界， i 是 xi 到边界 b 的错误距离，目标函数中的参

数 C 是惩罚因子。式 3.2 给出的 SVM 模型是一个带约束的凸二次规划问题，为了

简化其表示方法，我们用 HingeLoss 损失函数（如图 3.2 所示）[130] 把经典的

SVM 模型转化成一个如下的无约束规划问题， 

1
2

1

1
( ( ))

2

L

i i

i

min w C H y f x 


     （3.3） 

 

1 

1 

0 -1 t 

             (a)  Hinge Loss 函数             (b)  Symmetric Hinge Loss 函数 

1 

1 0 t 

 

图 3.2. HingeLoss 损失函数 (a) 
1( ) max(0,1 )H t t  ，和对称 HingeLoss

损失函数 (b) 
1(| |) max(0,1 | |)H t t  . (a) 等价于如下一个线性规划问题: 

. .: 0, 1min s t t       ，而 (b) 经常被用在构造半监督的 SVM 模型 

 

其中 ( , )w b  ， ( ) ( )f x w x b    。 Vapnik[126]已经证明只要训练样本充分大，SVM 能

够获得平均意义上最大的推广能力。但是在很多实际应用中，由于相应的训练样

本 T1 可能非常少，SVM 很可能不能获得一个低风险的决策边界。为了克服这个困
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难，我们可以使用转移学习的方法，将 T2 数据集所包含的知识转移到目标域中，

从而辅助 T1 建立一个较好的分类器。一个比较常用的转移 SVM 就是多任务支持向

量机（Multi-task SVM）[127]，其模型构造如式 3.4 所示： 

 

 

2 2 2

1 1 2 2

1

1 1

2 1

1

2

. . :

( ) , i L

( ) , L 1 i L

0, i L

L

i

i

i i i

i i i

i

min w C V C V C

s t

y w v x b

y w v x b











   

       

         

    



  （3.4） 

其中参数 C1 和 C2 是对相应任务的惩罚因子， v1 和 v2 表示了最优决策边界 w 和

局部最优边界（任务一的局部最优边界是 w+v1 ，任务二的局部最优边界是 w+v2)。

参数 C1 和 C2 控制了对各个分任务的偏好度。如果 C1/C2>1，则偏好于任务一，否

则偏好任务二。我们将会在实验部分讨论它们的关系。平均说来，利用 T1 和 T2

建立的分类器会比仅仅使用 T1 要好。为了简化表示，我们使用 HingeLoss 损失函

数，将式 3.4 转化为式 3.5 如下： 

2 2 2

1 1 2 2

1

1
( ( ))

2

L

i i

i

min  w C V C V C H y f x 


       （3.5） 

其中
1 2{ , , , }w v v b  ，

1( ) (f x w v x b     （任务一），
2( ) (f x w v x b     （任务二）。除

了 T1 和 T2，把 T3 的数据也包含进来学习可以进一步提高预测性能，因为：（1）在

数据流上，标签的样本量（包括 T1 和 T2）可能很少，以至于使用全部的标签样本

都无法获得好的分类边界；（2）T3 中包含了大量的和目标域同分布的样本，使用

这些样本可以大大修正先前的分类边界。近年来，如何从大量未标签的样本中学

习知识已经在机器学习领域被大量的讨论并开发了相应的模型，其中一个非常有

效的模型就是半监督的支持向量机（Semi-supervised SVM）。训练半监督 SVM 的

一个有效办法就是找到一个分类边界，使得这个边界不仅在标签样本上达到间隔

最大，而且在未标签样本上同样达到间隔最大。半监督 SVM 的一个直观的实现手

段就是在原始的目标函数上加上对未标签样本的惩罚项 *

1

L U

i

i L

C 


 

 ，任何被划到间隔

中的未标签样本（如同标签样本一样）都进行相应的惩罚，其模型构造如式 3.6, 

2 *

1 1

1 2

3

1

2

. . :

( ) 1 ,

| ( ) | 1 ,

0

L L U

i i

i i L

i i i i

i i i

i

min w C C

s t

y f x x T T

f x x T







 









  

  

      

     

 

 

  （3.6） 

其中 { , }w b  ， ( )f x wx b   。通过使用 HingeLoss 惩罚函数我们将式 3.6 转换成

式 3.7， 
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2 *

1 1

1
( ( )) (| ( ) |)

2

L L U

i i i

i i L

min w C H y f x C H f x  



  

      （3.7） 

因此，把最后的一个用来学习 T3 的半监督项加入到式 3.5（学习 T1和 T2）中，我

们得到了 TS3VM 的模型如下： 

 
2 2 2 *

1 1 2 2

1 1

1
( ) (| ( ) |)

2

L L U

i i i

i i L

min w C V C V C H y f x C H f x  



  

         （3.8） 

其中, 
1 2( , , , )w v v b  ，

1 1

2 1

( ) , 1

( ) ( ) ,

,

i

i i

i

w v x b i L

f x w v x b L i L

wx b L i L U



    


     
     

  

 

平衡约束  一个可能的困难是上述的 TS3VM 模型可能会把所有的样本分入单一的

类别中，那将会恶化整个分类器的性能。为了处理这个问题，Joachims 等[131]

提出了一个平衡约束条件以确保未标签的样本集 T3 以一定比例 r 分布到各类。

Joachims 还指出，这个比例 r 应该是未标签样本的类别比例。但是通常情况下我

们并不知道这个类别比例是多少，一个最可行的方法就是依据已标签的样本的类

别分布信息来推断未标签样本。Collobert 等[130]给出了一个相对松弛但是类似

的约束如式 3.9， 

1 1

1 1
( )

L U L

i i

i L i

f x y
U L





  

     （3.9） 

考虑到平衡约束条件，式 3.8 的模型将改为如下形式， 

(TS3VM 模型) 

 
2 2 2 *

1 1 2 2

1 1

1 1

1
( ) (| ( ) |)

2

s.t.:

1 1
( )

L L U

i i i

i i L

L U L

i i

i L i

min  w C V C V C H y f x C H f x

f x y
U L

  





  



  

     

 

 

 

  （3.10） 

其中
1 2( , , , )w v v b  ，

1 1

2 1

( ) , 1

( ) ( ) ,

,

i

i i

i

w v x b i L

f x w v x b L i L

wx b L i L U



    


     
     

  

 

TS3VM 模型的求解  式 3.10 给出的 TS3VM 模型并不是一个凸规划模型[146]，因此

很难利用常规的方法，比如梯度下降法，来获得其最优解。为了克服这个困难，

我们使用 CCCP（Concave-Convex Procedure）规划[129, 130, 132-145]的方法来

求解 TS3VM 模型。CCCP 规划把一个非凸函数分解成两部分：一个凸函数和一个凹

函数，然后用一个线性近似（也就是在每个迭代点的斜率）来取代凹函数部分。

这样一来，整个优化过程可以通过连续迭代的求解一系列凸规划问题而得到。图

3.3 给出了一般的 CCCP 规划的算法流程图。尽管原始的 CCCP 规划考虑的是一个无
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约束的非凸规划问题，但是最近的工作[133]表明，CCCP 规划在一些线性约束的条

件下仍然有效。 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                        图 3.3   CCCP 算法流程图 

算法 3.1  CCCP 规划 

输入： 目标函数 ( )J    

输出： 局部最小解 
*  

开始 

1.  给出初始迭代点 
0  

2.  REPEAT 

2.1    把目标函数 ( )J   分割成一个凸部分 ( )vexJ   和一个凹部分 ( )cavJ  的和 

( ) ( ) ( )vex cavJ J J                               （3. 11） 

2.2    用线性函数（也就是当前迭代点
t 处的斜率）近似凹部分，然后通过求解下

面的凸规划问题得到下一个迭代点 
1t 

  

1 ( ) ' ( )t vex cav targmin J J                       （3.12） 

UNTIL  收敛 

3.  输出最后的迭代点 作为最优解 *  

结束 

 

  

根据 CCCP 规划方法，我们可以分解得到 TS3VM 模型的前四项 21

2
w ， 2

1 1C V ， 2

2 2C V

和  
1

( )
L

i i

i

C H y f x


   都是凸函数，而最后一项对称 HingeLoss 损失项 *

1

(| ( ) |)
L U

i

i L

C H f x



 



使得整个目标函数变为一个非凸函数。因此，为了求解 TS3VM 模型，我们把最后一

项进行分解。为了表达简单，我们令 ( )i iz f x ，最后一项简化为： 

* *

1 1

(| ( ) |) (| |)
L U L U

i i

i L i L

C H f x C H z

 

   

     （3.13） 

对于单个的
iz （为了简单起见，此处我们简化为 z），对称 HingeLoss 损失函数

可以表示为， 

*( ) (| |)J z C H z   （3.14） 

式 3.14 是一个非凸函数，我们把它进行分解，得到 
* * * *( ) (| |) max(0,1 | |) | | | |

ConcaveConvex

J z C H z C z C z C z     
 

 （3.15） 

因此，我们可以分别把凸部分和凹部分分别记为式 3.16 和 3.17： 

* *( ) max(0,1 | |) | |vexJ z C z C z      （3.16） 

*( ) | |cavJ z C z   （3.17） 

根据式 3.12，计算式 3.14 的最小值需要计算式 3.17 的线性近似， 

*

*

, 0( )

, 0

cav
C z zJ z

z
z C z z

   
  

   
  （3.18） 

然后优化式 3.19， 



挖掘概念漂移的数据流 

32 

* * ( )
( ) max(0,1 | |) | | cavJ z

J z C z C z z
z


     

  
 （3.19） 

如果当前的迭代点 0z  ，那么在下一个迭代中，在这个点上的有效损失可以表示

为式 3.20， 

*

* * * *

2 , 1

( , ) max(0,1 | |) | | (1 ), | 1

0, 1

C z z

L z C z C z C z C z z

z

  


         
   


  （3.20） 

相反，如果当前迭代点 0z  ，那么在下一个迭代中，在这个点上的有效损失可以

表示为式 3.21， 

* * * *

*

0, 1

( , 1) max(0,1 | |) | | (1 ), | 1

2 , 1

z

L z C z C z C z C z z

C z z

 


         

   

  （3.21） 

在每一个循环中，考虑所有的 ( )i iz f x ，我们可以得到：求解 TS3VM 模型等价于在

每个迭代点求解下面一个凸优化问题， 

2 2 2

1 1 2 2

1 1

1
( ( )) ( ( ), )

2

L i L U

i i i i

i i L

argmin w C V C V C H y f x L f x y 


 

  

        

s.t.: 

1 1

1 1
( )

L U L

i i

i L i

f x y
U L





  

    

 （3.22） 

其中 yi ( 1L i L U    )是 xi上的类标签，它每次在前一个迭代中被求得。如果 0iy  ，

那么公式 3.20 将会被用来计算损失函数，否则公式 3.21 将被用来计算损失函数。

图 3.4 给出了 TS
3
VM 的算法流程图， 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

            图 3.4 TS
3
VM 模型的流程图 

算法 3.2 : 建立 TS3VM 模型 

输入： T1，T2 和 T3 数据块  

输出： TS3VM 模型 ( )f x  

开始 

使用 T1 和 T2 建立一个多任务 SVM（式 3.4），得到初始迭代点 
0 0 10 20 0( , , , )w v v b   

REPEAT 

( ), 1i iy sgn wx b L i L U         

2 2 2

1 1 2 2

1 1

1 1

1
( ( )) ( ( ), ) ,

2

1 1
. . : ( )

L i L U

i i i i

i i L

L U L

i i

i L i

argmin w C V C V C H y f x L f x y

s t f x y
U L

  





 

  



  


       


 
    


 

 
 

UNTIL
iy 收敛, 1L i L U      

RETURN ( ) sgn ( )f x wx b    

结束 
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核映射： 式 3.10 给出的 TS3VM 模式是一个线性模型，为了能够让该模型求解非线

性分类问题，我们可以采用核映射技术。最一般的包含核的 SVM 分类器就是求解

SVM 的对偶问题。然而，由于很难求得 TS3VM 模型的对偶问题，我们将使用一种另

外的方法来包含核。根据代表理论[147]，我们可以通过把 TS3VM 模型中所有的二

次项用
1

( )
L N

i ii
x 



 代替而直接把核函数加入 TS3VM 模型中，其中 ( )  代表一个更高

维的特征映射函数。因此原优化问题（式 3.10）就变成了一个新的关于
i 的优化

问题。这样，TS3VM 便可用于求解非线性的分类问题。 

3.3.2 关系 KMeans（RK）模型 

   从样本集 T4 上学习知识比从 T1，T2 和 T3中学习知识更加的困难，因为 T4 来自

于一个未标签的并且和目标域不完全相同的一个概念域。在机器学习领域，怎么

从样本集 T4 中学习知识也曾被广泛讨论。为了处理该类问题，在 2007 年国际机器

学习大会（ICML）上，Rajat 等[148]提出了一个自学习的方法（self-taught learning），

该方法利用 T4 中的样本构建一个更高层的特征空间，然后把目标域的数据投影到

该新的空间做分类，这种方法在图像识别领域被证明能有效的辅组建立更精确的

分类器，因为在图像领域这种高层的特征空间确实是存在的。但是在一般的数据

中，高层的特征并不存在，这就使得自学习方法能够使用的范围很有限。在这一

节，我们提出一个关系 KMeans 的模型（RK），可以用在任意的类似 T4 的数据集上

进行学习。不同于自学习的从 T4 样本中重建特征模型，RK 模型采用从 T4 样本中获

取新的属性的方法，来学习 T4 样本集。下面我们就结合以下建立 RK 模型需要用到

的基本概念。 

 

关系矩阵： 假设 T1 中有 L1 个样本，T4 中有 N 个样本，我们可以建立一个矩阵

1 
L N

W


 ，其中每个 wij 代表样本 T1 中 xi 和 T4 中 xj 的相似度。给定 T1 中的一个 xi，

向量 1 N

i
 表示 xi 和 T4 中所有样本的关系。类似的，给定 T4 中的一个样本 xj，

向量 11 L

i


 表示 xj 和每个 T1中的样本的关系。 

 假设 T4 上存在一个类 G，则其中的所有样本的平均关系向量可以表示如下， 





Gy

jG

j
G


||

1   （3.23） 

而方差为，  





Gy

Gj

T

GjG

j
G

)()(
||

1
  

 （3.24） 

 

RK 模型： 在 T4 中，我们用 s(x, x)来表示两个样本 x 和 x’的相似度表示，则经典

的 KMeans 聚类的方法就是要最大化每个类中样本的相似度，也就是最大化 Je 



挖掘概念漂移的数据流 

34 

2
1 1

1
max max { }

i i

i

k k

e G G

i i x Gi

J J s
n  

      （3.25） 

其中，k 是给定的类别数，ni 表示 Gi 中的样本个数， iGS 是 Gi 中所有样本的平均成

对相似，其表达式计算如下， 

2

1
( , )

i

i i

G

x G x Gi

s s x x
n  

    （3.26） 

当 T4 中的每个样本和 T1 中的样本有关系时，RK 模型的目标就是要找到 k 个类别

Gi, i=1,2,…k，使得这种相似关系最大而方差最小， 

(RKM Model) 

1 1

max max i

i

i

k k
G

e G

i i G

s
J J

 

      （3.27） 

从公式 3.32 可以看出，RK模型和经典的 KMeans 模型（式 3.25）的区别在于：KMeans

主要是最大化每个类别里面的相似度，而 RK 模型则在最大化每类的相似度的同时

最小化方差，这种方法一般能够给我们提供更多的信息。 

 

RK 模型的求解  最大化 eJ 可以被看成是一个迭代的把样本从类别 Gi 转到类别 Gj

的过程。这个过程将使得
iGJ 和

jGJ 在每次迭代后都变大， 

( ) ( ) ( 1) ( 1)
i j i jG G G GJ t J t J t J t       （3.28） 

其中，t 是当前的迭代步，而 t+1 是下一个迭代步. RK 的算法流程见图 3.5。 

 

算法加速： 算法 3.3 总共有 3曾循环，当移动样本的时候需要平凡计算变量 J(G)，

而计算该变量又需要计算相似度 jG 和方差 iG ，因此使得算法运行缓慢而不适合于

处理数据流中的大量数据。为了降低其计算复杂度，我们希望引入一个不需要重

新计算关系矩阵而能够更新 jG 和 iG 的方法。假设一个 T4 中的样本 xk 从 Gi 移到

Gj， iG 和 jG 是当前的平均向量， iG 和 jG 是当前的方差向量，新的组表示为 iG 和

jG ，那么当在 Gj 中增加样本 xk，我们可以用式 3.29 来更新 Gj 的平均向量 iG 到

jG' ， 

1 1
( )

| | 1 1

j

j j j

l j

k G

G l j G k G

y Gj j j

n
G n n

 
    




      

  
   （3.29） 

对于方差 iG ，我们用计算如下， 
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2

1
( ) ( )

| |

( ) ( )
1 ( 1)

j j j

l j

j j j

T

G l G l G

y Gj

j j T

G k G k G

j j

G

n n

n n

    

    



    


   
 


  （3.30） 

其中，ni 和 nj 分别是 Gi 和 Gj 中的样本个数。类似的，对于 Gi类，当样本 xk从中

移出，我们可以用式 3.31 来更新它的均值向量，  

1
)(

1

1

||

1










 

 i

Gk

GkGi

iGy

l

i

G
n

n
nG

i

ii

il

i


   （3.31） 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

       图 3.5 RK 算法流程图 

算法 3.3. 关系 KMeans 模型 

输入 :  T1, T4, 聚类的类别数 k,  

输出:  k 聚类中心 

开始 

根据 T1 和 T4 计算关系矩阵 w 

对 T4 用 KMeans 聚类，得到 k 个聚类中心，分别表示为 Gi, i=1, 2,…, k. 

REPEAT 

For T4 中的所有样本 xi，  

   GC   xi 的类别 

   根据关系矩阵计算 CG ( )J t   

   假设 xi 从 GC 中移出，计算 CG ( 1)J t  

   For j=1 to k, j C 

    根据关系矩阵计算当前的 jG( )J t  

    假设 xi 移入 Gj, 计算 jG( 1)J t＋  

    If ( C j C jG G G G( ) ( ) ( 1) ( 1)J t J t J t J t   ) 

     C = j;  

     根据关系矩阵计算 CG ( )J t  

                假设 xi 从 GC中移出，计算 CG ( 1)J t  

End If 

       End For 

       将样本 xi 从当前组 GC移出并放入新的 Gj 组 

End For 

UNTIL Gi, i=1, 2,…, k 稳定 

计算 k 个聚类中心 u1,u2,…,uk 

RETURN  u1,u2,…,uk 

结束 
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并且用式 3.32 来更新其方差， 

2

1
( ) ( )

| |

( ) ( )
1 ( 1)

i i i

l i

i i i

T

G l G l G

y Gi

Ti i
G k G k G

i i

G

n n

n n

    

    



    


   
 


  （3.32） 

通过这样的处理，整个样本转移过程就能够在线性的实践复杂度上实现，大大提

高了算法的性能。 

3.4 RK-TS3VM 框架学习数据流 

图 3.6 展示了 RK-TS
3
VM 的算法流程，它包含了 TS

3
VM 模型和 RK 模型两部

分。给定一个训练块 D，第一步就是要用我们在第 3.2 节中讨论的方法来鉴定四种

类型的样本 T1，T2，T3和 T4。第二步在 T1和 T4上建立一个 RK 模型，并获得其聚  

类中心向量 u={u1,…,uk}。第三步中我们为所有 T1, T2,T3 中的样本增加 k 个新属性

得到新的训练样本集
1 'T ，

2 'T 和
3 'T ，第四步使用 TS

3
VM 模型来训练一个分类器 M。

最后我们返回 u 和 M 作为最终的预测模型 P  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

    图 3.6  RK-TS
3
VM 算法流程 

算法 3.3 RK-TS3VM 学习框架 

输入: 当前的数据块 D, 数据块大小 B, 标签样本率 L, 概念漂移率 c, 聚类类别数 k 

输出: 预测模型 P 

开始 

1. 使用公式 3.1～3.2 计算 D 中的四种数据类型 T1, T2, T3, T4 ; 

2. 在 T1 和 T4 上使用 RK 模型得到 k 个聚类中心 u={u1, .., uk}; 

3. For xi∈{T1, T2,T3} 

计算 xi 和 u 的内积，将结果作为 xi 的新属性 

End For 

4. 得到新的
1 'T ，

2 'T 和
3 'T ，在其上建立 TS3VM 模型 M 

5. RETURN u 和 M 作为预测模型 P 

结束 

 

3.5 实验 

在这部分，我们将从以下几个方面展示 RK-TS3VM 框架的结果：（1）算法的参

数学习；（2）算法对数据块大小的健壮性检验；（3）算法对概念漂移率的健壮性

检验；（4）算法对标签样本率的健壮性检验。 
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3.5.1 实验设计 

对比方法： RK-TS3VM 学习框架是在 VC++6.0 的环境中用 C++开发的，其中用到的

凸二次规划包是来自于 IMSL 的 Fortran 库*。为了评估算法性能，我们使用传统的

SVM[126]，转移 SVM(TrSVM)（此处我们使用多任务支持向量机）[127]，和半监督

SVM（S3VM）[129]作为对比。我们在标签样本上建立 SVM 和 TrSVM，在有标签和未

标签的样本上建立 S3VM 模型。 

 

人工数据流：为了检查我们的框架是否有效，我们设置了一个同时包含未标签样

本和概念漂移的数据流。这个数据流是一个无限的样本序列  
1

( , )i i i
x y




，其中

d

ix  是一个特征向量， { 1, 1}iy    是一个类别标签，当然，其中只有一小部分

样本是标签过的。每个 xi是一个服从[0, 1]之间的均匀分布数 ~ (0,1)x U 。类别标

签由下面的线性等式 3.33 产生,   

01

d

i ii
a x a


   （3.33） 

其中 ai 控制决策边界的方向。对于每个样本 xi，如果 01

d

i ii
a x a


 ，那么我们将标

签为 yi=+1；否则，yi=-1。为了模拟概念漂移，我们让 ai 以概率 c (0 1c  )改变

为 ai+0.1，其方向有 10％的概率反转。此外，我们建设每个数据块中都有概念漂

移存在。为了模拟标签过程，我们随机的选择 %p （0 % 10%p  ）的样本进行标

签。我们还在两类之间设置一个分类间隔，对于“＋1”类，我们设置一个下限

0
0.05

d

i ii
a x


 ，而对于“－1”类，我们设置一个上限

0
0.05

d

i ii
a x


 。为了保持

各类的均衡，我们设置 0 1

1

2

d

i i
a a


  以使得让分类边界始终穿过样本空间的中点 

{0.5, 0.5, ..., 0.5}

d dimensions

   。最后，我们为数据流引入 3％的噪声样本。 

 

传感器和电力供应数据流  这两个数据来源于真实生活的数据流。传感器数据流

包含了 2个月内实验室中 56 个传感器的诸如温度，湿度，亮度和电压等数据，每

1－3 分钟所有的传感器向信号收集装置发回一次数据。学习的任务就是要根据传

回的数据确定传感器的 ID 号。随着时间的推移，传感器流中所包含的概念可以会

发生变化，比如对于亮度属性，在白天的亮度显然要高于晚上，对于温度属性，

会议室的温度可能会有大的改变当会议开始和结束的时候。电力供应数据流来自

于美国一家电力公司 3 年中记录的流数据：从主电网供应的电力和从其他电网调

配的电力。学习任务就是要预测在每天 24 小时里，哪种电力供应方式在起作用。

                                                        
* 可以在 http://www.vni.com/products/imsl/下载 

http://www.vni.com/products/imsl/
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概念漂移在这里面也体现为天气的变化带来的电力供应变化，还有工作时间和非

工作时间造成的电力调配变化等。 

3.5.2 参数学习 

在 TS3VM 中有 4个重要的参数，分别是 C1，C2，C3 和 C*。 从对任务学习的角

度来看，C1，C2 控制了全局最优解 w 和局部最优解的差别。如果我们赋予 C1 一个

相对大的值，那么全局最优解将会偏向于任务一，反之亦然。如果我们使得 1 2C C ，

比如 C1/C2>10000 的时候，那么 v1 将会偏向于 0，分类器的全局边界就会等同于任

务一的边界。参数 C 控制了在 T1 和 T2 中错分样本的惩罚，C*控制了 T3中的样本

的错分惩罚。 

在图 3.7 中，我们展示了 TS3VM 模型在不同参数下的精度结果。所有的结果都

是在 100 数据块上的平均精度值，每个数据块包含 500 个样本块。 概念漂移率设

置为 50％，标签样本的比例设置为 P=10%。从图 3.7（a）和（b）中我们可以看

到，相对与增加 C1 而言，增加 C2 将会更大程度地提高预测精度，我们还可以看到，

当 C1/C2＝10 的时候，分类的精度更加理想。从图 3.7（c）中我们可以看到，当

C*从 0 增长到 1 的时候，TS3VM 模型更加准确。也就是说，增加 T3 训练块将会显

著的提高性能。基于以上观察，我们在后面的实验中，把 C1 设置成 10，其他的系

数保留为 1。 

 

(a) (b) 

 

 (c)      (d) 

图 3.7  TS
3
VM 模型的参数学习 
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3.5.3 对块大小的健壮性检验 

在表 3.1 中，我们列举了四种方法（SVM, TrSVM，S3VM，RK-TS3VM）在人工数

据流上的对比结果。概念漂移 c=50%，标签样本率为 p=10%。块大小分别取 100，

500 和 1000 作为测试基础，表中的实验结果包含了均值和方差。比如“0.6073±0.16”

是指均值为 0.6073，方差为 0.16。我们会把所有对比结果中最好的模型进行加粗

显示。从实验结果中，我们可以看到，当给定一个块大小的时候，RK-TS3VM 模型

的性能最好，平均预测准确率最高同时方差最小，接下来依次为 S3VM 模型，TrSVM

模型和 SVM 模型，这种排名当块大小很小的时候更加的明显。这是因为 SVM 没有

区别训练块中的概念漂移，因而不能正确使用标签样本，并且由于它是一个监督

模型，不能使用数据块中的未标签样本，所以标签最差。TrSVM 尽管能够正确使用

标签样本，但是却不能使用未标签样本的信息。而 S3VM 模型未区别样本中的概念

漂移，只有 RK-TS3VM 模型能够正确使用这四类样本，所以能够在块大小很小的时

候，也能表现的很好。 

当把每种算法在不同的数据块上进行对比的时候，我们发现，SVM 和 TrSVM 的

预测精度有大的提高，S3VM 和 RK-TS3VM 却变化不大。这是因为 SVM 和 TrSVM 都依

赖与标签样本，样本块增大的时候，标签样本变得更多，因而它们更能逼近最优

的分类平面。而 S3VM 和 RK-TS3VM 模型由于可以使用未标签样本来修正分类边界，

所以在样本块增大的时候并没有大多影响，提高的幅度不大。也就是说，RK-TS3VM

模型是对块大小健壮的模型。 

表 3.1. 人工数据流上的不同块大小的对比结果 

 

3.5.4 对概念漂移的健壮性检验 

在这个实验中，我们使用 100 个数据块，每个数据块的大小为 500，标签样本

的比例设置为 10％。根据我们在第 2 节的描述，在设置完概念漂移率 c 后，我们

可以计算四类样本的大小，此处为了模拟真实的数据流（在真实的数据流上不可

能知道概念漂移率 c）, 我们仍然把训练块中的后 10％看成是和目标域同分布的

数据。在表 3.2 中，我们列出了在不同 c 下的实验结果，我们可以看到，在同一

个概念漂移率 c 下，RK-TS3VM 模型的精度一直表现最好，平均预测精度最高，方

差最小，而 SVM 表现最差。另一方面，当 c 增大的时候，所有的算法的性能都有
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所下降，但是其中我们的 RK-TS3VM 模型却下降的最少。这是因为概念漂移在训练

块中发生，导致训练块的分布不同，SVM，TrSVM 和 S3VM 并没有区分这些不同，因

而性能比我们的 RK-TS3VM 模型要差，而且这种差别在 c 值越大时越明显。因此，

我们可以说，在这四个模型里面，我们的 RK-TS3VM 模型对概念漂移的健壮性最好。 

表 3.2. 人工数据流上的不同概念漂移率的对比结果 

 

3.5.5 对标签样本数的健壮性检验 

在此实验中，我们使用了 100 个数据块，每个数据块包含 500 个样本。每个数

据块的 10％的样本被看成是来自目标域的样本。表 3.3 列出了我们的算法在不同

比例的标签样本下的精度对比。从中我们可以看到，当给定标签样本率的时候，

S3VM 和 RK-TS3VM 模型一直比 SVM,和 TrSVM 模型的结果好，尤其是在标签样本率很

低的时候，这是因为 S3VM 和 RK-TS3VM 模型不依赖于标签样本数量，它们都能够用

非标签样本来提高算法的精度。当把各种算法在不同比例的标签样本上进行对比

的时候，我们发现所有的模型的精度都有所提高，尤其是 SVM 和 TrSVM 模型，而

RK-TS3VM 模型还是表现最稳定的模型，这说明 RK-TS3VM 模型对不同的样本标签数

也是健壮的。 

表 3.3. 人工数据流上的不同标签样本比例的对比结果 

 

3.5.6 在真实数据流上的结果 

在表3.4和3.5中，我们给出了在两个真实数据流上的不同块大小的对比结果。

这些结果进一步证明了我们的结论，对比于其他三种分类模型，RK-TS3VM 模型表

现最好。当在不同的数据块大小上做比较的时候，RK-TS3VM 模型表现的最为健壮。

以传感器网络流的结果为例，当块大小从 100 增大到 1000 的时候，RK-TS3VM 模型

的变化最小（0.0365），而 SVM 增加了 0.1488，TrSVM 增加了 0.0875，S3VM 增加
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了 0.0472。在表 3.6 和 3.7 中，我们列出了在不同的标签比例的样本下的实验结

果，为了更加直观，我们也在图 3.8 和图 3.9 中给出了在前 50 个数据块上，四种

算法的预测精度对比。这些对比的结果也肯定了我们上面作出结果： RK-TS3VM 模

型在不同的标签比率下的结果最为健壮。 

表 3.4 传感器流不同块大小的对比结果 

 

 

表 3.5 电力供应数据流不同块大小的对比结果 

 

 

表 3.6 传感器流不同标签样本比例的对比结果 

 

 

表 3.7 电力供应数据流不同标签样本比例的对比结果 
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             图 3.8 传感器数据流前 50 个数据块上的对比结果 （每块 500 个样本） 

 

图 3.9 电力供应数据流前 50 个数据块上的对比结果 （每块 500 个样本） 

从以上的实验来看，在很多真实的数据流上，当我们无法标签所有的样本，同

时也无法确切地知道概念漂移发生的时间和方式的时候，RK-TS3VM 模型是一个很

好的解决办法。它对于块大小，概念漂移率和标签样本率都具有很好的健壮性，

可推广型很高。 

3.6 本章小结 

近年来在分类数据流问题上，人们都关注于解决大数据量和概念漂移问题。在

这种指导思想下，人们开发了很多高性能的算法，但是这些算法都忽略了一个事

实，那就是在大量的流数据上，我们根本无法标签所有的样本，因而以往开发的

基于监督学习的算法都不能被推广。本文中，我们认为，在分类数据的时候，我

们除了考虑大数据量和概念漂移，还必须考虑怎么处理未标签数据的问题。在数

据流中，因为概念漂移的影响，未标签样本将更加难以学习。在这种背景下，我

们将数据流中的数据分为四种不同的类型：有标签和同分布的样本（类型 I），有

标签和相似分布的样本（类型 II），无标签和同分布的样本（类型 III），无标签

和相似分布的样本（类型 IV），并提出了一个 RK-TS3VM 学习框架来学习数据流。

它利用一个关系 KMeans（RK）模型从第 IV 种类型样本中构建额外的特征，这些特

征被用来修正前三种类型的样本，最后再用 TS
3
VM 模型学习那些修正后的样本。在

人工和真实数据流上的实验结果表明，我们的新的 RK-TS3VM 模型好于传统的监督

SVM 模型，转移 SVM 模型和半监督 SVM 模型，并且对于数据块大小、概念漂移、标

签样本比例都具有很好的健壮性。 

本文的贡献有四个贡献：（1）我们把数据流中的标签样本和未标签样本分为了

四种不同的类型，这种划分不仅考虑了数据流上的部分标签问题，也考虑了数据
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流上的概念漂移问题；（2）我们提出了一个关系 KMeans 模型（RK），这种模型可

以用来进行一种特殊的半监督情形：未标签样本和标签样本的分布不完全相同；

（3）我们提出了一个转移半监督支持向量机（TS3VM）模型来学习数据流中的标签

（同分布和类似分布）样本和未标签（同分布）样本；（4）尽管我们使用了基于

SVM 的模型，但是这种基于转移和半监督学习的思想可以被扩展到任何数据流上的

学习模型中。 
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第四章．分类挖掘概念漂移的数据流 

尽管人们提出了很多方法来克服数据流上的概念漂移难题，比如检测概念漂移

和开发自适应的模型，但是这些工作都没有对概念漂移本身进行深入的研究。在

本章中，我们根据引起概念漂移的原因不同，把概念漂移分为两种类型：松弛的

概念漂移（LCD）和严格的概念漂移（RCD）。在这个基础上，我们提出了一个基

于分类器集成的学习框架。对于松弛的概念漂移，由于在相邻块之间的概念相近，

我们应用核平均匹配（KMM）的方法对训练样本进行加权，使得当前块的训练样

本和即将到来的测试样本在核空间的差异最小；对于严格的概念漂移，由于在相

邻块之间的概念可能会发生随机变化，我们提出了一个最优权重调整（OWA）的

方法来调节分类器的权重，从而最小化当前训练块和即将到来的预测块的差异。

在人工和真实数据流上的结果表明，调节样本的权重适用于 LCD 类型的概念漂移，

而调节分类器的权重适用于 RCD 类型的概念漂移。 

4.1 引言 

在数据流挖掘领域，一个公认的难题就是随着时间的变化，数据流中潜在的概

念会发生变化（又叫概念漂移）。因此，开发有效的数据流挖掘算法必须能够解决

概念漂移的问题。在过去的一段时间，在这方面已经有很多的工作，比如利用统

计方法来检测数据流中的概念变化，或者根据最新的数据来动态的更新分类器以

适应概念变化。如果当前的（up-to-date）数据块和即将到来的（yet-to-come）数

据块的概率分布相同或相似, 也就是说数据流上的静态假设（ Stationary 

Assumption）[39, 40, 44, 47, 73, 74, 75]成立的时候，这些方法无疑都是有效

的。但是，在很多现实数据流中，这种相对严格的静态假设并不成立。最近， Gao

等[47]在分析了“KDDCUP’99 网络入侵检测”的数据集后提出了一个数据流上

的“可学习假设（Learnable Assumption）”。如果我们把特征向量记为 x，把类标签

记为 y，那么数据流将会是一个无限的（x, y）的序列，则静态假设和动态假设可

以描述成：  

 

静态假设：当前训练块 U 和即将到来的测试块 Y 有相同的概率分布 p(x,y)，所以

能够精确分类 U 的分类器也一定能够精确分类 Y。 

 

可学习假设：当前训练块 U 和即将到来的测试块 Y 之间几乎没有关系，从 U 上学

习的分类器预测 Y 时仅仅只能够比随机猜测好。 
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从这两种描述中我们可以看到，静态假设认为在相邻数据块之间的概念 p(x,y)

几乎没有变化，这当然是一种理想的状态。而可学习假设认为在数据块之间几乎

没有任何联系，在训练块 U 上建立的模型只能够保证预测的时候比随机猜测好。

我们认为，这两种假设对于描述现实生活的数据流多过于极端。静态假设对数据

流中的概念变化描述的过于松弛，而可学习假设则描述的过于苛刻。尽管数据流

中 的 概 念 p(x,y) 在 不 断 的 变 化 ， 我 们 可 以 把 p(x,y) 分 解 成 两 部 分 ：

( , ) ( ) ( | )p x y p x p y x  。由于样本的分布会随时间变化，我们把 p(x)又记为 p(x|t)。

这样 p(x,y)的变化就有两种可能的方式，仅仅是样本的先验分布 p(x|t)在变化而潜

在模式 p(y|x)不变化，或者是样本的先验分布 p(x|t)和潜在模式 p(y|x)都在变化。根

据这两种变化模式的不同，我们把数据流分成两种类型： 

 

松弛概念漂移（LCD） 如果数据样本的分布 p(x|t)连续不断地局部性变化，但是

条件分布 p(y|x)却相对稳定或变化缓慢，那么我们把这种概念漂移称为松弛概念漂

移。 

严格概念漂移（RCD） 如果样本的先验分布 p(x|t)和条件分布 p(y|x)都在随机地变

化，我们称这种概念漂移为严格的概念漂移。 

 

图 4.1  LCD 和 RCD 的一个例子。假设真正的概念漂移发生在 t*时刻。t*之前的样本服从 y=f(x)

的分布，之后的样本服从 y=g(x)的分布。从 t1 到 t2，数据流经历了松弛的概念漂移，而从 t2 到 

t3，数据流经历了严格的概念漂移。 

 

我们通过图 4.1 来解释两种概念漂移的场景， 

（1） 在 LCD 的定义中，“p(x|t)局部性变化”指的是在相邻数据块上几乎没有样本

的重叠。比如图 4.1 中的 t1 时间点的样本和 t2 时间点的样本，它们没有重

叠，因此我们成 p(x|t1)对 p(x|t2)形成了局部性变化； 

（2） “条件概率 p(y|x)随时间变化”指的是数据流中潜在概念的变化。如图 4.1，

在 t*时刻，数据流中的概念从 y=f(x)变化到了 y=g(x)； 

（3） 松弛概念漂移又可以近一步分为两种情况：如果 p(x|t)连续变化但是 p(y|x)
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不变，那么 LCD 就是一个传统机器学习中的样本选择偏差问题（Sample 

Selection Bias）。另外，如果 p(y|x)也在缓慢地变化，这样也能近似保证相邻

块的相似性。 

（4） 在 RCD 的定义中，“p(x|t)和 p(y|x)都在随机的变化”是指尽管样本在相邻块

间可能重叠，其中隐含的概念却发生了很大的变化。这是一个非常一般的

概念漂移场景，也是最难解决的问题。 

本文的组织结果如下。在第 4.2 节，我们将介绍基于样本加权的方法（也就是

KMM 方法[149]）来挖掘 LCD 数据流的方法。在第 4.3 节将加少基于分类器加权的

方法（也就是 OWA 方法）挖掘 RCD 数据流。在第 4.4 节，我们将给出实验结果和

分析，最后，我们对本章进行小结。 

4.2 样本加权的方法挖掘 LCD 数据流 

对于 LCD 型的数据流，由于条件概率分布在相邻块间相对稳定，我们可以简化

这个概念漂移过程为样本选择偏差（Sample Selection Bias）问题[149-160]。因此

问题就被转换成如何对当前块的样本进行加权，使得在加权后的样本上建立的分

类器能够正确的学习到即将到来的数据块上的概念。 假设我们在时间点 t缓存了

一个数据块, 我们希望能够建立一个分类器最小化在时间点 t+1 到来的测试块上

的损失函数 ( ( ), )l f x y ,也就是要最小化 ( , )~( 1)[ ( ( ), )]x y tE l f x y 。如果我们直接在 t 点的

数据块上建立一个分类器来最小化 ( , )~ [ ( ( ), )]x y tE l f x y ，那么这个分类器在 t+1 的数

据块上可能并不好。为了解决这个问题，我们可为 t 时刻的每个训练样本增加权

重 ( | 1)
{ }

( | )

p x t

p x t

 ，然后再在加权的样本上建立一个新的分类器。 由于权值的产生

依赖于 ( | 1)p x t  和 ( | )p x t ，而估计这两个概率分布又可能引入额外的错误，我们

将使用一个非参数的核平均匹配（KMM）的方法来求此权重。 

现在我们将介绍 KMM 算法以及当它应用在数据流问题上时所需要作出的修改。

给定一个有 m 个样本的训练集和一个有 m个样本的测试集, KMM 算法首先将所有

的样本通过一个投影函数 ( )  映射到一个高维的核空间内，然后再对所有的映射

后的训练样本加权 mR  ，最后，最小化加权后的训练样本和测试样本的分布中

心的距离。KMM 的目标函数可以写成如下形式， 

 
' ' 2

1 1

1 1
|| ( ) ( ) ||

'

m m

i i ii i
Min x x

m m


 
       （4.1） 

其 中 [ 0 , ]i  , 
1

1
| 1|

m

iim
 


  。 由 于 ' ' 2

1 1

1 1
|| ( ) ( ) ||

'

m m

i i ii i
x x

m m


 
     

2 2

1 2T TK const
m m

      ， ( , )ij i jK k x x 并且
' '

1
( , )

'

m

i jj

m
k x x

m



  。目标函数可以
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被表示成一个公式 4.2 所示的二次规划形式： 

Min 
1

2

T TK     

 s.t.:  

1

0 ,

1
| 1|

i

m

ii

B

m



 


 

 
 

 （4.2） 

我们经验学习显示，在采用线性核的时候，KMM 的性能严重的被参数 B 所影响，

因为该参数限定了两个分布中心的距离。在数据流中，由于先验概率 p(x|t)的连续

变化，当前训练块中的样本和即将到来的测试块中的样本会发生不确定性的变化，

因此，当运用 KMM 方法挖掘数据流的时候，核空间中心的分布将会随机变化，因

此需要相应的调整 B 值。假设一个数据流以速度 v 向前流动，时间单位为 T ，那

么我们可以设置参数B v T  来自动地调节训练块和测试块在投影空间的差别。因

此，在数据流环境下，模型 4.2 可以被改写为模型 4.3, 

Min 
1

2

T TK     

 s.t.:  

1

0 ,

1
| 1|

i

m

ii

v T

m



 


  

 
 

 （4.3） 

由于模型 4.2 和 4.3 都是标准的凸二次规划问题，我们可以仿照求解支持向量

机的过程来求解该模型（在后面的实验里，为了提高速度，我们使用线性核来计

算）。我们使用得到的权值来从训练块中重新采样训练样本，然后利用不同的算法

在重新采样的训练样本上建立一个分类器的平均集成模型。 

4.3 分类器加权的方法挖掘 RCD 数据流 

对于 RCD 数据流，由于其先验概率 p(x)和条件概率 p(y|x) 都在快速的不确定地

变化，我们将使用一个加权的分类器集成方法，用各种不同的算法在当前快上建

立子分类器，对各个子分类器赋予不同的权重，以便能够准确预测即将到来的数

据块。如何给每个子分类器赋予最优的权值才能保证获得或好的分类结果呢？尽

管以往已经有很多类似的工作，这些方法都是经验给出的而缺乏理论指导，比如

基于分类精度的加权。在这部分，我们将会推导一个最优权重调解（OWA）的方法

来为每个子分类器计算最优的权重，从而把这些加权的分类器组合成一个准确的

集成分类器来挖掘 RCD 类型的数据流。 

根据贝叶斯最优决策理论，样本 x 被分到类别 ci 的概率为所有类别中后验概率

( | )ip c x 最大的那个类别。假设一个分类器 f 将样本 x 分到类 ci 的概率和贝叶斯后

验概率有一个偏差 ( )i x ，根据偏置－方差分解理论，我们可以把这个错误 ( )i x 分

解为两种类型的错误: 分类器本身的偏置错误
ic 和方差错误（采样不充分引起）
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产生的随机变量 ( )
ic x 。假设我们把分类器 f 将 x 分到 ci 类的概率为 ( )

icf x 。理想

情况下，我们希望 ( )
icf x 就是贝叶斯后验概率 ( | )ip c x ，但是事实上，这个输出概

率将会有额外的偏置和方差错误如下， 

 

( ) ( | ) ( )
i i ic i c cf x p c x x     

 （4.4） 

 

 

 

Class ci 
Class cj 

)|( xcp i  )|( xcp i  

)(xf
ic  )(xf

jc  Bayes optimum 

boundary 

Actual decision 

boundary 

x* xb 

b 

Added error Bayes error 

 

图 4.2 贝叶斯决策边界 

 

如图 4.2 所示，真正的贝叶斯决策边界是 x*点，而由于样本的选取和分类器本身

的不足，可能会使得分类边界到 xb 点。增加部分的错误可以表示， 

( ) ( )add bErr A b f b db



    （4.5） 

其中 A(b)为阴影部分的面积，fb(b)为密度函数。Tumer 等证明，分类器 f 增加的错

误可以表示为 

2 2 2 2 2 2
c ci j i j c

c c

addErr
s s s s

  
      

      （4.6） 

其中 * *'( | ) '( | )j is p c x p c x  是一个常量。根据公式 4.6，我们可以知道，分类器

的方差和它的偏置错误 2 和方差错误 2

c
 成正比。 

当用 k 个分类器来构造一个分类器集成 E 的时候，对于任意一个测试样本 x 输

出概率将会变成， 

1 1

1 1 1 1

( ) ( )

( | ) ( )

i i

i i

k k
E m m m

c i c i

m m

k k k k
m m m m m m

i i c i i c i

m m m m

f x w f x w

p c x w w w x w 

 

   



  

 

   

  （4.7） 

其中
1 1

i i

k k
E m m m

c i c i

m m

w w 
 

  。公式 4.7 的第三项是一个由于集成分类器 E的方差造

成的随机变量，我们把它记为
i

E

c ，该随机变量的方差计算如下： 



第四章 分类挖掘概念漂移的数据流 

- 49 - 

1 12

1 1

cov( , )
i i

E
ci

k k
m g m g

i i c c

m g

k k
m g

i i

m g

w w

w w


 


 

 





 

 
  （4.8） 

对公式 4.8 进行分解，我们可以得到公式 4.9 如下， 

2

1

1 ;1

2

1

1

22

2

),cov()(























 







 





k

m

m

i

k

m

k

mgg
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c

m

c

g

i

m

i

k

m

m

i

k

m

m

i

w

ww

w

w
iim

ic

E

ic








 
 （4.9） 

假设各个分类器之间相互独立，那么公式 4.9 可以改写为， 

2 2 2 2

1 1

( ) ( )E m
c ci i

k k
m m

i i

m m

w w
 

 
 

    （4.10） 

对于 k 个分类器 l 个类别的分类问题，k 个分类器在 l 个类别上的总的方差可以表

示为： 

2 2

1

E E
c ci

l

i
 

 


   （4.11） 

由于各个分类器之间相互独立，集成分类器 E的偏置误差的平方可以记为： 

2 2 2 2

1 1

( ) ( ) ( ) ( )
i i

k k
E m m m

c i c i

m m

w w 
 

    （4.12） 

那么，k 个集成分类器在总共的 l 个类别上的总的偏置误差可以表示为： 

2 2

1

( ) ( )
i

l
E E

c

i

 


   （4.13） 

因此，为了最小化集成分类器的错误率，我们希望找到最优的权值，使得公式 4.11

和 4.13 都最小化， 

2 2min( ( ) )arg E
c

m
i

E

w


    （4.14） 

为了求模型 4.14 的解，我们定义每个子分类器的权重 m

iw 和 2
m
ci


 ， 2( )

i

E

c 成反比， 

2 2( ( ) )m
ici

m m m

i i cw c


     （4.15） 

其中 m

ic 是比例系数。令
m

m i
i m

i

m

b
p

b



 1,2,...,i l ， 其中
2 2( )m

ici

m
m i
i E

c

c
b


 




，模型 4.14

中的优化问题可以被转换为寻找最优的解 *( )m

ip 使得 

2 2 2

1 1

( ) ( ( ) )

. . :

1, 1,...,

m
ici

l k
m m

i c

i m

m

i

m

Min p

s t

p i l


 

 

 



  





  （4.16） 
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采用拉格朗日乘子法，我们可以得到 

2 2 2

1 1 1

( , ) ( ) ( ( ) ) ( 1)m
ici

l k k
m m E m

i i c i

i m m

L p p p


   
  

       （4.17） 

 

对 4.17 式关于 1 2( , ,..., )m m m

lp p p 求偏导，我们可以得到， 

1
1

2 21
1

1

2 2

( , )
2 ( ( ) ) 0

...

( , )
2 ( ( ) ) 0

m
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m
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m
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


  
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   





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

    
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  （4.18） 

令 2 2( )m
ici

m E

i ch


   ，上面的等式等价于 

,m m m m

i i j jp h p h i j     （4.19） 

根据 4.19 式和约束条件
1

1, 1,2...
k

m

i

m

p i l


  ，我们可以得到 m

ip 的最优解为， 

1, 1,

1
1 1

k k
m t m m

i i i i t
t t m t t m i

p p p h
h   

       （4.20） 

其中，m=1,2, …,k 是分类器个数，i=1,2,..,l 是类标签个数。基于式 4.20 中的解，

我们可以为每个分类器添加一个权重来预测即将到来的数据块。根据结果 4.20，

计算权重需要计算 m 个子分类器的偏置和方差量，偏置和方差的计算已经在很多

工作中被讨论过，我们这里直接给出其计算公式如下， 

,

1
| ( ) |

| |i i i

m x m

c c c

x cx

y f x


 


   （4.21） 

2 2

,

1
( ( ) )

| |
m

i ici

m m

c c

x cx

f x f





 


   （4.22） 

其中 x 表示用来评估分类器的样本数量，
i

x

cy 表示样本 x 的真实的类概率分布。

( )
i

m

cf x 是分类器 m 给出的 x 的概率分布（相对于类 ci），
i

m

cf 是分类器 f 在整个评价

集样本空间的平均类概率分布。在我们的学习框架中，评估样本集是从未来数据

块上标注一部分得到的，由于这个标签过程可能很耗时，一个可行的办法是用主

动学习的方法从未来块上获取一部分样本。 

4.4 实验 

4.4.1 实验设计 

整个实验是在 WEKA[100]平台中用 Java 实现的。我们使用了集成分类器作为

最基本的学习框架，其中的每个子分类器是在当前块上用不同的算法得到的，在
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我们的试验中使用了 WEKA 中的支持向量机算法，决策树算法和 Logistic 回归的

算法作为最基本的分类算法，所有的算法使用了 WEKA 中自定义的参数设置。 

4.4.2 方法对比 

为了对比 KMM 模型和 OWA 模型的性能，也为了展示在不同类型的流数据（LCD

和 RCD）上的效果差异，我们还设计了另外两个方法作为对比方法。第一个是基于

模型精度的加权集成方法，第二个是基于模型平均的集成方法。基于模型精度的

方法假设我们对未来样本有充分的先验知识，当前各个分类器的权重可以根据其

在即将到来的数据块上的精度来调节（精度越高，权重越大）。而基于模型平均的

方法假设我们对未来样本没有任何的先验知识，直接在当前分类器上进行平均预

测。从这些构建的机制我们可以看出，基于模型精度的方法是一个强假设模型，

在现实情况下，我们不可能对未来样本有充分的先验知识，因此我们将这个模型

作为我们算法的上界。另一方面，基于模型平均的方法不考虑任何未来样本包含

的先验知识，我们可以把它作为我们模型的下界。在设置了上下界之后，我们可

以更清楚地比较 KMM 和 OWA 在各种类型的数据流上的性能。 

4.4.3 人工数据流 

为了模拟不同类型的概念漂移，我们在每个时间戳 t 产生一个符合高斯分布的

样本 2~ ( , )t t tx N   ，其中 t 是 t 时刻的分布中心， 2

t 是 t 时刻的方差。我们在定

义 t 时刻的条件概率 ( | )p y x 为： 

sin( )t t t t ty a x b x      （4.23） 

其中第一个非线性部分模型有区别的标签项，第二部分通过改变 bt 来模拟条件概

率 p(y|x)的变化，第三部分用来产生一个服从高斯分布的噪声项 2~ (0,0.1 )N 。 

  为了模拟数据流中 p(x|t)的变化，我们假设数据流以 2 /v   的速度流动，其分

布中心 t 随时间连续变化为 1 ( 1)s

t t v T       ，其中 {1,2}s 控制数据流动的

方向，它有 10％的概率等于－1，使得数据流的方向发生逆转。 T 为两个时间戳

之间的间隔，此处我们设置为一个常数 1。对于两类的问题，类别标签可以按照以

下规则来设置：如果 t t ty b x ，那么类别标签是“＋1”；反之则为“－1”.对于多

类的问题，假设有 l 个类别 1 2{ , ,..., }lc c c ，我们可以通过平均的分割第一部分来生成

均衡的多类样本。比如，如果是要生成四类 C={+2,+1,-1,-2}的样本，我们可以通

过以下规则来给样本赋标签：如果 2t t t ty b x a  ， tx 将被标签为“＋2”，如果

2t t t t t tb x y b x a   ， tx 将被标签为“＋1”，如果 2t t t t t tb x a y b x   ， tx 将被标

签为“－1”，最后，如果 2t t t ty b x a  ， tx 将被标签为“－2”。 

  为了模拟不同的概念漂移场景，我们引入了一个描述“采样区间”的变量 。将
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 和每个缓存块的样本数v T （也可写成 v ）进行对比，我们得到下面的几种关

系：（1）如果 v  ，那么相邻两个时间戳之间的数据块不会发生重叠现象；（2）

如果 v  ，那么相邻两个时间戳之间的数据块将会有轻微的重叠现象；（3）如果

v  ，那么在相邻两块上将有比较严重的样本重叠现象发生。我们把这三种情况

都列在图 4.3 中， 

 

图 4.3 最左边的图表示 p(x|t)和 p(x|t＋1)之间的样本几乎没有重叠；中间的图表示两个时间

戳下的样本有轻微的重叠；右边的图表示两个时间戳上的样本有很严重的重叠现象。 

4.4.4 网络入侵检测数据流 

为了评估真实情况下的算法性能，我们在 KDDCUP’99 网络入侵数据[101]上进

行对比测试，该数据也是一个比较常用的数据流测试库。这个数据集包含了一系

列 TCP 访问记录，这些记录主要分类两种，正常访问和 DOS 攻击。挖掘的目标就

是要分类这两种访问。在过去很多的实验结果已经表明，该数据集中的概念呈现

线性可分性。为了能够使得对比结果更加明显，我们采用了以下四种方法来构造

不同类型的访问流：（1）随机采样：我们随机的选择 100 个数据块，每个数据块

包含 1000 个均匀分布的样本；（2）交叉采样：我们重复地从两类中分别选择样本

500 次，这样就获得 1000 个样本的数据块，重复以上过程 100 次，我们就可以获

得整个 100 个数据块的数据集；（3）排序采样：给定一个训练集，我们首先用信

息增益度量（Information Gain Measure）的方法找到具有最大信息量的属性（第 30

个属性），然后根据该属性对样本进行排序，同时对这个属性进行一些预处理（如

果属于正常访问类，那么 30 30x x   ，否则 30 30x x   ），接下来再在其中选择 100

个数据块，每个块中含有 1000 个样本；（4）关系采样：这种采样基于排序采样，

我们定义 c 作为相邻数据块之间的分布中心的距离，在根据 c 和 的关系，定义

了三种不同的情形：如果 2( )c     ，那么相邻块之间几乎没有重叠；如果增加

  的值一直到 2( )c     ，那么相邻块之间的样本将大量重叠。通过这种处

理，我们可以产生不同重叠度的数据块，然后我们就可以测试重叠度对各种算法

的影响。 
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4.4.5 人工数据流上的实验结果 

表 4.1 到表 4.4 列出了在人工数据流上的不同方法的对比结果。在表的第二行

显示了采样宽度 和 t,时刻的样本数量的关系，这个关系也表明了不同的重叠度。

第一列列出了四种不同的对比算法：“Ave.”表明使用了模型平均的方法，“KMM”

表明使用了核空间匹配的方法来对样本进行加权，“OWA”说明我们使用了最优权

重调节的方法来给各个子分类器加权，最后“Acc.”表明了我们根据各个分类器

在即将到来的块上的精度来调节它们的权重。所有的实验结果包含两部分“均值

±方差”。为了更直观的现实对比结果，我们对 KMM 和 OWA 中的表现更优的算法进

行加粗显示。 

表 4.1 列出了两类在 LCD 数据流上的分类结果。我们可以看到，如果v  ，

KMM 的平均进度是 74.09%，好于 OWA 的 55.04%。如果v  或者v  ，则 OWA 的方

法比 KMM 好，当数据块的大小增大时，每个算法的性能都有所提高，但是它们之

间的排序不变。这是因为小的数据块包含的样本少，而少量的样本不足以训练一

个精确的分类器。表 4.2 中列出了 LCD 上的四类分类的结果，我们看到，这个结

果和两类的结果类似，在 v  或者v  时，OWA 好于 KMM 算法，当v  的时候，

KMM 好于 OWA 算法。实验表明，在 LCD 场景中，如果 v  ，在数据块 p(x|t)和 p(x|t

＋1)之间有很少的重叠的时候， KMM 仍然能够通过给 p(x|t)上的样本进行加权的方

法来重建一个在目标域 p(x|t＋1)上最准确的分类器。对于 RCD 场景和v  ，尽管

样本在数据块之间的重叠性很大，由于条件概率 p(y|x)的变化很大，用 KMM 重建的

分类器并不如用 OWA 修正的分类器好。 

4.4.6 挖掘入侵检测数据流上的实验结果 

这部分我们给出在 KDDCUP’99 数据上的实验结果。就像我们上面所说的，我们

的结果仅仅建立在正常访问和“DOS”攻击这两类样本上。 从表 4.5，我们可以看

到 Ave.和 Acc.在随机选择和交叉选择的数据集上有类似的精度。对比于 Ave.和

Acc.，KMM 和 OWA 没有特别的优势。在排序选择上，由于每类的变化相当迅速，“DOS”

类在每个数据块上所占的比例从第一块的 0.82706964 降到了第 100 块的

0.03314917，而正常访问类的比例块的 0.17293036 增加到了地 100 块的

0.9668508。精度上也有大的变化，KMM 的精度是 78.52%，而 OWA 是 73.84%，OWA

位于 Ave.和 Acc.之间。这意味着 KMM 在这些方法里面最好。我们认为，这是由于

排序选择产生的样本符合 LCD 的假设。 

在表 4.6 中，我们对比了 KMM 和 OWA 在关系选择上的结果，在这个数据集上，

两类的分布也是不稳定的并且在连续变化。 在图 4.4，我们给出了在每个数据块

上各种算法真实的预测精度。当没有任何块间重叠的时候，KMM 在 100 个数据块上

的性能远远好于 OWA 算法。当重叠度增加，KMM 的增加量很小，从 92.35% 增加到
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92.53%，而 OWA 的精度则从 81.96% 增到 92.76% ，最后到 94.16%。这个结果显示，

当样本重叠度增加的时候，KMM 算法的提高很小，而 OWA 的提高很大，我们认为，

这是因为 KMM 是一个非监督的模型，它仅仅依赖于样本在特征空间的匹配，增加

重叠度对提高精度并没有太大的影响。而 OWA 是一个依据从未来块获得部分标签

样本来指导建立的一个加权分类器集，即使在相邻数据块上的概念变化很大，只

要样本的重叠度大，OWA 同样能够重建一个准确的加权分类器。 

 

 

 
 

图 4.5  不同参数下, 在 100 个 KDDCUP’99 数据块上 KMM 和 OWA 的预测精度对比: 最上

面是 2( )c     时候的精度对比；中间是 2( )c     时候的对比；最下面是 2( )c     时候

的对比 
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表 4.1   ( | )p x t 变化的时候在两类人工数据流上的精度对比 

N=100 N=1000 
算法 

v   v   v   v   v   v   

Ave. 52.03±2.00 51.33±0.41 50.96±0.24 49.70±1.54 54.71±2.03 53.38±2.20 

KMM 74.09±0.76 51.38±0.74 51.77±0.55 82.39±1.79 62.27±2.10 61.48±1.22 

OWA 55.04±1.41 62.25±2.56 57.67±2.10 52.83±2.71 94.05±1.14 93.84±1.46 

Acc. 56.49±1.37 66.26±2.68 58.69±1.53 53.74±1.99 94.00±1.16 94.83±1.67 

 

表 4.2   ( | )p x t 变化的时候在多类人工数据流上的精度对比 

N=100 N=1000 
算法 

v   v   v   v   v   v   

Ave. 36.96±1.81 35.56±0.39 35.22±0.52 33.64±1.77 38.13±1.32 36.94±0.37 

KMM 56.29±0.53 35.87±0.09 34.92±0.67 64.78±1.46 55.76±2.09 56.18±0.65 

OWA 33.72±1.46 49.87±6.03 47.04±1.53 35.12±3.53 87.57±3.32 88.33±0.56 

Acc. 40.13±0.98 62.94±6.53 56.91±0.86 45.47±3.31 89.23±2.09 88.59±0.43 

 

表 4.3   ( | )p x t 和 ( | )p y x 变化的时候在两类人工数据流上的精度对比 

N=100 N=1000 
算法 

v   v   v   v   v   v   

Ave. 52.00±1.61 51.32±0.41 49.32±0.16 49.52±1.47 52.17±1.66 55.99±1.30 

KMM 70.11±2.06 51.37±0.74 50.18±0.60 82.09±2.97 61.85±1.08 60.11±1.88 

OWA 54.59±2.58 62.20±2.35 57.05±2.23 56.10±2.27 90.67±2.92 91.62±2.33 

Acc. 54.12±1.28 66.26±2.66 58.12±1.57 57.73±2.15 90.75±2.66 91.57±2.35 

 

表 4.4   ( | )p x t 和 ( | )p y x 变化的时候在多类人工数据流上的精度对比 

N=100 N=1000 
算法 

v   v   v   v   v   v   

Ave. 35.98±0.40 35.16±0.35 33.83±1.05 33.54±1.06 37.56±2.09 35.70±2.02 

KMM 56.12±0.58 34.09±0.98 33.8±0.93 59.30±0.87 53.52±3.21 55.51±3.10 

OWA 34.08±0.86 48.71±1.39 45.46±0.27 36.26±1.67 81.52±4.99 85.86±3.60 
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表 4.5 在 100 个数据块上的平均预测精度(KDDCUP’99) 

 随机采样 交叉采样 排序采样 

Ave. 99.94% 98.16% 72.90% 

KMM 99.97% 98.06% 78.52% 

OWA 97.80% 97.02% 73.84% 

Acc. 99.94% 98.16% 74.77% 

 

表 4.6 100 个关系采样数据块上的平均预测精度 (KDDCUP’99) 

 2( )c      2( )c    

 

2( )c    

 

KMM 92.35% 92.49% 92.53 

OWA 81.96% 92.76 94.16 

4．5．本章小结 

在本章，我们把数据流中的概念漂移分为两种类型：（1）松弛的概念漂移（LCD）

和（2）严格的概念漂移（RCD），然后提出了基于样本加权和基于分类器加权的分

类器集成方法来解决这些问题。对于 LCD 的数据流，我们使用了一个核空间匹配

（KMM）的方法来通过对当前的训练块样本进行加权使得它和即将到来的测试块样

本在核空间的差别最小，从而加权过的样本可以用来训练一个在目标域（即将到

来的测试块）较精确的分类器。对于 RCD 的数据流，我们提出一个最优权重调整

（OWA）的方法，通过给每个子分类器加权，OWA 可以最小化集成分类器在测试块

上的错误率。我们认为，在数据流上如果概念漂移仅仅是样本的先验类分布 p(x)

的变化造成，那么对当前块的训练样本进行加权以重建样本的分布，然后在重建

的样本上设计一个分类器集成是一个可行的办法；如果概念漂移是样本的先验类

分布 p(x)和条件分布 p(y|x)同时变化造成的，对分类器加权以最小化其错误率是一

个可行的办法。在人工和真实数据集上的试验结果表明了 KMM 和 OWA 在不同概念

漂移的背景下的性能结果。 

本章主要有三个贡献：（1）我们把数据流分为松弛概念漂移（LCD）的数据流

和严格概念漂移（RCD）的数据流两种；（2）我们推导了一个基于最优权重调节（OWA）

的分类器加权模型以最小化当前集成分类器在未来测试块上的错误率；（3）我们

对比了基于样本加权和基于分类器加权的集成学习框架，给出了在不同采样方式

下的应用效果。 
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第五章．混合集成挖掘带噪声块的数据流 

近年来，有很多的学习方法被提出来挖掘数据流中的潜在知识，尽管这些设计

精巧的方法都在处理数据流中的大规模数据和概念漂移这样两个问题上取得了很

好的效果，但是这些学习方法的缺陷也很明显，它们没有系统地考虑数据流中的

噪声影响，因而当数据流中包含大量的噪声数据块的时候，预测性能可能会大幅

度下降。考虑到这种情况，本章提出了一个混合集成（Aggregate Ensemble: AE）

学习的新框架来处理带噪声的数据流。AE 框架首先在每个缓存块上用不同的算法

建立子分类器，然后通过模型平均的办法将这些子分类器进行集成。通过理论分

析、在人工仿真和 KDDCUP’99 网络入侵检测流上的实验结果表明，我们新提出

的 AE 学习框架在噪声数据流上的性能比其他的基于集成学习的算法框架都要好。 

5.1 引言 

随着数据流应用领域的发展，近年来很多的工作都在研究挖掘连续的数据流中

的潜在有用的知识。尽管这些方法都被证实有很好的分类性能，但是它们的缺点

都很明显。这些算法都是在理想的数据流的背景下进行分析和实验，虽然得到的

结果都非常准确和有效，但在现实的数据流应用中却可能会遇到很大的困难。 

事实上，在很多应用领域，数据流不可能是一个完美的数据产生过程，其数据

的质量在很大程度上取决于“通信信道”的质量状况。比如对于卫星通讯数据流

或无线传感器流，当通讯信道的状况良好的时候，流数据将可以实现无差错传送，

因此在数据流中将几乎不包含噪声样本。但是，上述情况过于理想化，一般来说，

通信信道会受到外部很多不确定因素的影响（比如空气湿度的变化，大气温度的

变化，电离层的移动，或者是本身带电量的变化），这些因素会使得数据流在某些

时间点产生带噪声的数据块。在本章中，为了解决这种带噪声数据块的数据流挖

掘问题，我们提出了一个混合集成（Aggregate：AE）挖掘的框架。AE 框架首先在

每个缓存块上用不同的算法建立子分类器，然后通过模型平均的办法将这些子分

类器进行集成。理论分析和实验结果表明，通过这种集成方式，可以很大程度上

降低噪声数据块对挖掘结果的影响。 

   本章后面的内容组织如下：在第 5.2 节，我们分析以往挖掘数据流中的前提假

设并提出我们新的基于噪声的假设；在第 5.3 节，我们介绍以往的一些挖掘数据

流的集成框架并把它们归为两类：水平集成和垂直集成，并在此基础上提出了新

的混合集成框架；第 5.4 节我们给出了一些理论学习；在 5.5 节我们在人工和

KDDCUP’99 网络入侵检测流上进行了对比实验；最后我们对本章进行了总结。 
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5.2 问题定义 

目前在数据流上的所有挖掘框架都可以归类为处理两种类型的数据流：（1）静

态数据流[39, 40, 44, 47, 73, 74, 75]，（2）动态数据流[47, 161]。 

在静态数据流中，当前到来的训练块和即将到来的测试块的分布几乎相同，所

以从训练块建立的分类器能够准确的分类即将到来的测试块。对数据流的静态描

述的一个优势就是我们可以直接利用传统的学习算法进行挖掘，比如说，由于用

来训练的数据块和即将到来的测试块是同分布的，我们可以通过收集一些在缓存

块上的分类器来建立一个集成分类器。然而，对数据流的静态描述只能刻画现实

生活中的很小一部分的数据流，因此在这个描述下开发的算法框架很难被推广到

所有的数据流上。 

考虑到静态描述的局限性，人们开始使用另外一个更一般的动态方式来描述数

据流，也即：训练数据块和测试数据块的分布不同，在训练块上建立的分类器用

来预测即将到来的数据块的时候可能只会比随机猜测好。相对于静态假设，动态

假设放松了对训练数据块的要求，它不要求训练数据块和测试数据块有共同的分

布。在这种假设下，在当前训练块建立的分类器要比在缓存的若干个历史数据块

上建立分类器更加好，因为缓存的数据块可能和即将到来的测试块的分布远远不

同，使用它们将会进一步恶化分类器的性能。从这个意义上说，对数据流的动态

描述比静态描述更能反映数据流中的概念变化的情况，然而，动态数据流描述没

有考虑到噪声块存在的情况，如果当前数据块是一个噪声块，在这个噪声数据块

上建立分类器将会比使用其他缓存块更加的糟糕。因此，尽管动态描述比静态描

述更加的一般化，实际上，它仍然能不是一个对数据流的真实描述。 

如图 5.1，考虑一个有 5个缓存块的数据流系统，静态描述仅仅能够描述一个

D1 到 D2 的过程，其中的概率分布 p1(x,y)在这个过程中保持不变。动态描述则可

以用来描述 D2 到 D3的过程，其中的概念已经从 p1(x,y)转移到了 p2(x,y)，其中没

有噪声数据块的影响。然而，在真实数据流中，一个最为常见的描述为 D3 到 D5

的过程。在这个过程中，数据流所隐含的概念不但已经从 p2(x,y) 变化到了 p3(x,y)，

而且其中经历了一个噪声数据块 D4。为了明确地描述这种类型的数据流，我们定

义一个噪声情况如下： 

 

数据流的噪声描述：挖掘真实数据流中潜在的知识不但要考虑到概念漂移的影响，

同时也要考虑数据错误的影响。 
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流查询子系统 流装载子系统 

流挖掘子系统 调度子系统 

                   流缓存子系统 

 

 D1 

p1(x,y)     p1(x,y)      p2(x,y)      Noise     p3(x,y) 

D3 D4 D5 D2 

 

图 5.1. 数据流管理系统概念图。该系统包含五个子系统。假设当前的流缓存子系统缓存了 5

个数据块 D1, D2, ..., D5，其中 D4 是一个噪声数据块。D1 和 D2 有相同的分布 P1(x,y)。从 D2 到 

D3 ，潜在概念从 P1(x,y) 变化到了 P2(x,y)。从 D3 到 D4 再到 D5，潜在概念从 P2(x,y)变化到

了 P3(x,y)，同时也经历了噪声块 D4。数据流的静态描述包含了 D1 到 D2的过程，动态描述包

括了从 D2 到 D3 的过程，而我们的噪声描述可以包含一个更加一般的 D3 到 D5.的过程。 

 

5.3 数据流上的集成学习框架 

大量、连续到来的数据流需要我们设计精确同时高效的算法。在过去的一段时

间，已经有很多增量模型被提出来解决这个问题。近年来，基于分类器集成的方

法被大量使用在各种应用用。这种算法把数据流切成数据块，然后在每个单独的

数据块上训练子模型，最后将子模型进行合并形成一个集成分类器。集成学习的

好处是既可以通过在很小的缓存块上建立子分类器的办法来解决大数据量的问

题，同时也可以对各个子分类器赋予不同的权值来解决概念漂移的问题。尽管集

成的方式多种多样，这些分类器最后都可以归结为两种不同的形式：水平集成形

式（图 5.2（a））[39, 40, 44, 47, 73, 74, 75] 和垂直集成形式（图 5.2（b））

[47, 161]。 

 

 

 

 

 

 

D1 D2 D3 Un 

  C1   C2   C3 

Classifier Ensemble E 
Prediction 

 
(a) 水平集成框架 
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(b) 垂直集成框架 

 

 

 

 

 

 

 

 

 

D1 D2 D3 Un 

  C13   C23   C33 
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  C12 
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  C22 

  C21 
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  C31 

 

(c) 混合集成框架 
 

图 5.2 数据流上的集中不同的集成框架图：（a）是水平集成的框架图，这种框架用同一个算

法在不同的缓存块上建立集成模型；（b）是垂直集成框架图，这种框架用多个学习算法在最

近的数据块上建立集成模型；（c）是混合集成框架图，这种框架用不同的学习算法在不同的缓

存块上同时建立分类器，然后进行集成。 

 

5.3.1 水平集成框架 

考虑一个包含无限个数据块 Di ( , ...,i   )的数据流，由于存储空间的限

制，我们最多能缓存 n 个数据块，每个数据块包含一定数量的样本。假设当前的

时间点我们观察到了第 n 个数据块 Dn，所有的缓存块记为 D1, D2, …, Dn。为了预

测在下一个即将到来的数据块 Dn+1 上的样本，我们首先选择一个学习算法 L 来从

缓存的数据块 Di 中建立子分类器 fi，也即是 ( )i if D L ，然后通过线性平均的方法

来组合所有的分类器 fi (i=1, 2, …, N)以预测 Dn+1 中的每个样本， 

1

1
( ) ( )

n

HE ii
f x f x

N 
    （5.1） 

我们可以看到，在式（5.1）中，所有的子分类器通过平均的方法进行集成。

除了此种平均策略，另外一种特殊的水平集成是基于模型加权的方法，该类方式

通过赋予每个子分类器一个权重（通常根据分类器在当前块上的错误来设置）来

获得最大的预测精度。这种水平集成的模式有两个优点：（1）它们可以利用缓存

块中的信息来预测未知块；（2）它们对噪声相对健壮，因为他们缓存了更多的数
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据块来预测未知块，当个别缓存块存在噪声的时候，这种方法不至于恶化整个集

成分类器的性能。但是这种集成的方式的缺点也很明显：（1） 缓存块中的数据可

能包含过时的信息，利用这些过时的信息将可能会比在当前块建立单一的分类器

的方法更差；（2）算法的结果对分类器的选择非常敏感，在选择不同的分类算法

的时候，得到的结果差异会很大。 因此，我们可以说，水平集成的方法事实上是

基于数据流的静态描述而设计的， 在静态数据流中，缓存的数据块有相同或类似

的分布概率，因而利用这些缓存块将会提高模型的精度并减少模型的方差错误。 

5.3.2 垂直集成框架 

假设我们有 m 个学习算法 Lj (j=1,2,…,m)，垂直集成框架利用不同的算法在当

前的数据块 Dn 上建立不同的子分类器 ( )
j n

f D
j

L ，然后把这些子分类器通过模型

平均的方法来进行组合。在我们对即将到来的数据块没有任何先验知识的时候，

在最新块上的模型平均可以获得一个在测试样本上的最小的期望错误。同时，使

用不同的算法，可以减少由于选择算法的偏置（bias）错误过大而造成的分类精

度下降。假设数据流的联合概率分布 p(x,y)连续变化，如果我们仅仅使用一个稳定

的学习器，比如 SVM，那么 SVM 当 p(x)变化而 p(y|x)不变化的时候获得的结果可能

比用其他不稳定的分类器好。另一方面，如果我们使用一个不稳定的分类器，比

如决策树，那么当 p(x)和 p(y|x)同时变化的时候，决策树获得的模型可能会比 SVM

好。当我们对概念漂移的类型（也就是说到底是 p(x) 或 p(y|x)引起的概念变化）

没有任何先验知识的时候，我们就无法确定是否使用一个稳定的算法作为建模基

础，因此将这些算法进行集成得到的期望风险将会比单独使用任何一个算法的期

望风险更低。相比于水平集成方法，垂直集成方法对数据流的限制放得更松，它

允许数据流中的概念随机的变化，因此可以应用到更多类型的数据流中。但是在

实际应用中，由于垂直集成的方法仅仅在当前的数据块上建立分类器，如果当前

是一个噪声块，那么在其上建立的集成分类器用来预测时精度将大幅度下降。因

此，在没有考虑噪声的情况下，尽管垂直集成的方式可以使得分类器本身的偏置

错误获得期望最小，但还是不适用于解决真实的数据流分类问题。 

5.3.3 混合集成框架 

上面两种集成方式的缺点为我们构建新的混合集成框架提供了有益的参考。如

图 5.2（c）所示，混合集成框架首先使用 m 个学习算法 Li (i = 1,2,…,m)在 n 个缓

存块 Dj (j = 1,…, n) 上建立子分类器 ( )i j jf D iL ，其中 i 表示第 i 个算法，j 表示第

j个数据块。然后我们将这些子分类器通过模型平均的方式组合成一个集成分类器，

我们可以将其表示为， 
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1 1

1
( )

n m

AE ij

i j

f f x
mn  

    （5.2） 

其中的子分类器可以排列为一个如下的矩阵 CM, 

11 12 1

21 22 2

1 2 *

......................

n

n

m m mn m n

f f f

f f f
CM

f f f

  
 

 
 
 
 

  

  （5.3） 

其中每个元素 fij 代表了一个在第 j 个数据块上使用第 i 个算法得到的模型。从构建

方式上我们可以看到，混合集成实际上是结合了水平和垂直集成的特点，垂直集

成所用到的子分类器实际上就是矩阵 CM 的最后一列，而水平集成所用到的子分

类器实际上就是矩阵 CM 中的任意一行。对比于水平集成和垂直集成，混合集成

的优势有：（１）相对于水平集成而言，混合集成通过使用不同的算法建模，可以

有效地降低模型本身的偏置错误，在我们对未来测试块没有任何先验知识的情况

下，使用不同的算法建模可以最小化其期望偏置错误；（２）相对于垂直集成方法，

混合集成缓存了一小部分数据块，可以有效防止因为当前块是噪声而使得分类精

度急剧下降的问题，同时在一定程度上可以减少分类器的方差错误（尽管有的时

候减少分类器的方差错误并不是一个好现象）； 

５.4 混合集成框架的理论分析 

5.4.1 混合集成框架的性能分析 

就像我们前面讨论的，在每个数据块上，混合集成在不同的数据块上使用不同

的算法进行建模。对于在即将到来的测试块上的任意一个测试样本 x，水平集成使

用矩阵 CM 中的任意一行（比如第 i 行）来建立如下的集成分类器 

1

1
( ) ( )

n
i

HE ij

j

f x f x
n 

    （5.4） 

而垂直集成使用 CM 中的第 n 列来建立分类器集成，表示如下， 

1

1
( ) ( )

m
n

VE i n

i

f x f x
m





    （5.5） 

混合集成则将 CM 中所有的分类器通过模型平均进行组合。从这个角度看，水平

和垂直集成都是混合集成的特殊情况，都可以看成是混合集成中的某个子分类器。

在数据流场景下，集成分类器的期望风险都要低于单个子分类的期望风险，也就

是说，混合集成的期望风险一般都要低于水平集成和垂直集成。在 CM 矩阵中，

我们把其中第 i 列记为  1 2, ,...,
T

i i i mig f f f ，则矩阵 CM 可改写为， 
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 1 2, ,..., nCM g g g   （5.6） 

其中每个 gi 相互独立（这里我们假设建立在不同的块上的分类器相互独立）。 如

果我们把式 5.6 中的每个 gi（1 i n  ）看成是一个随机变量，其概率分布记为 p(g)，

那么水平集成在测试样本 x（对应地标签为 y）上的平均错误记为 ( )i

HEMSE x 并计算

如下， 

2

( )

2 2

( )

2 2

( ) ( )

( ) ( ( ))

( 2 ( ) ( ))

2 ( ) ( )

i

HE p g i

p g i i

p g i p g i

MSE x E y g x

E y yg x g x

y y E g x E g x

 

  

   

  （5.7） 

对于混合集成来说，在测试样本 x 上的平均平方错误我们记为 ( )AEMSE x 并计算如

下， 

2

( ) ( )

2 2

( ) ( ) ( )

2 2

( ) ( )

( ) ( ( ))

( 2 ( ) ( ))

2 ( ) ( )

AE p g p g i

p g p g i p g i

p g i p g i

MSE x E y E g x

E y y E g x E g x

y y E g x E g x

 

   

   

  （5.8） 

所以，等式 5.7 和 5.8 的平均平方错误的差可以记为， 

2 2

( ) ( )( ) ( ) ( ) ( )i

AE HE p g i p g iMSE x MSE x E g x E g x     （5.9） 

由于 2 2( ) ( )E x E x ，所以， 

( ) ( ) 0i

AE HEMSE x MSE x    （5.10） 

因此，我们可以说，混合集成的期望风险将不高于水平集成的期望分风险。类

似地，当把矩阵 CM 组合成一个列向量时，我们可以得到混合集成的期望风险也

将不高于垂直集成的方法。 

另外一个重要的问题是，怎么确定混合集成需要用来建模的缓存块的数目。如

果用来建模的缓存块太多，则不仅会因为缓存块中包含的概念可能不再符合当前

的概念而恶化分类器的性能，同时也会因为增加计算量而降低分类器的效率。另

一方面，如果缓存太少的块，那么当噪声块连续出现的时候，可能会频繁地产生

低质量的预测结果，考虑到这些因素，在后面的实验中，我们经验性地给定缓存

块个数为 n=3。 

5.4.2 混合集成框架的时间复杂度分析 

上面我们已经证明了，混合集成的方法在平均意义上比水平和垂直集成的方法

要好。但是，我们也发现，混合集成使用的子分类器个数大大多于水平和垂直集

成方法，比如说，在缓存３个数据块，使用３个分类器的时候，水平集成和垂直

集成只需要每次组合３个分类器进行预测，而混合集成需要９个分类器进行预测。

考虑到这个问题，我们在这节中将给出混合集成，水平集成和垂直集成的时间复
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杂度的对比结果。 

假设每个数据块包含有 N 个样本，我们缓存了３个数据块并使用 m (m N )

个不同的算法在每个数据块上建模，其中每个算法的时间复杂度记为 ( lg )O N N 。

我们知道，建立一个集成分类器的时间开销主要来自两部分（1）当每个数据块到

来的时候，在这个新块上更新子分类器；（2）用得到的新的子分类器更新集成分

类器。从第 5.3 节，我们已经知道水平、垂直和混合集成框架都使用了一个模型

平均的方法，也就是说，其更新分类器的时间复杂度可以表示为 ( )O m ，其中 m

是子分类器的个数，是每个子分类器做预测的时候所需要的时间复杂度。当新样

本块到来的时候，水平分类器每次更新一个子分类器 ( lg )O N N 并重建整个集成框

架 (3 )O  ，因此其时间复杂度可以表示为, 

( ) ( lg ) (3 )O HE O N N O     （5.11） 

在机器学习领域，一个普遍的观点就是使用模型进行预测的开销将远远小于建立

模型的开销， 

( ) ( lg )O O N N    （5.12） 

因此，结合以上两个式子，我们可以计算水平集成的时间复杂度为, 

( ) ( lg ) (3 )

( lg ) ( ) ( lg )

O HE O N N O

O N N O O N N

  

   
  （5.13） 

另一方面，当新的数据块到来的时候，垂直集成的方法需要每次更新 m 个子分类

器，因此它的时间复杂度为 

 ( ) ( )* ( lg ) ( ) ( lg ) ( )O VE O m O N N O O mN N O m        （5.14） 

其中， ( lg )O mN N 是建立 m 个子分类器的时间复杂度， ( )O m 是更新集成框架的

时间复杂度，由于我们使用的算法个数 m 远远小于样本数 N，并且由式 5.12 得知

( ) ( lg )O m O mN N  ，我们可以重写式 5.14 如下， 

( ) ( lg ) ( ) ( lg ) ( lg )O VE O mN N O m O mN N O N N       （5.15） 

最后，当建立混合集成分类器的时候，我们需要缓存一定的历史数据块，并在新

到的数据块上用 m 个算法建立 m 个新的子分类器再进行集成。因此其总的时间复

杂度 ( )O AE 需要把子分类器更新的时间复杂度 ( )* ( lg )O m O N N 和重新进行线性集

成的复杂度 (3 )O m 进行叠加，得到： 

( ) ( lg ) (3 )O AE O mN N O m     （5.16） 

由于 (3 ) ( )O m O m   ，并且 ( ) ( lg )O m O mN N  ，我们可以把式 5.16 改为 5.17： 

( ) ( lg ) (3 ) ( lg )O AE O mN N O m O N N      （5.17） 

根据式 5.13， 5.15 和 5.17，我们最后得到水平集成，垂直集成和混合集成的时

间复杂度的关系如下， 
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( ) ( ) ( ) ( lg )O HE O VE O AE O N N     （5.18） 

因此，我们可以得到：相对于水平集成和垂直集成框架，尽管混合集成框架使用

了更多的子分类器数目，它的时间复杂度仍然和前二者相同。也就是说，通过以

上的分析，我们可以说混合集成框架能够在相同的时间复杂度上获得更好的分类

精度。 

5.5 实验 

  5.5.1 实验设计 

为了测试混合集成在数据流上的性能，我们在人工和 KDDCUP’99 网络入侵

检测数据[101]上进行测试。整个实验平台是在 Java 环境下使用 WEKA[100]工具包

实现的。 

人工数据流：首先，我们在每个时间点 t依据高斯分布 ~ ( , )t t tx N   产生样本块 tx ，

其中 t 表示当前样本块的分布中心， t 表示协方差矩阵。在我们的实验中，样本

的属性数取为 2， 0 的初始值取为[ , ]  ，协方差取一个恒定值
, 0

0,
t





 
   

 
。我们

再定义在 t 时刻的条件概率函数 p(y|x)为： 

2

1 1

1 1
sin( )

r r

t t t t t

i i

y a x b x
r r


 

      （5.19） 

其中，变量 r 表示维度， ta 和 tb 是 r 维的向量，式 5.19 的第一个非线性部分 sina x

用来产生两组类别，第二个非线性部分部分 2b x 用来产生一个非线性的分类边界，

第三部分是一个随机的噪声变量 2~ (0,0.3 )N 。式 5.19 的第一部分可以用来控制

p(x)的改变，而第二部分可以用来控制条件概率 p(y|x)的变化。 

为了模拟真实的数据流，我们产生一些既包含概念漂移，又包含错误数据的人

工数据流。为了模拟概念漂移，我们让 p(x,y)随机变化。由于 ( , ) ( ) ( | )p x y p x p y x  ，

改变 p(x,y)等价于改变 p(x) （也可以写成 p(x|t)）或者改变 p(y|x)。为了改变 p(x|t)， 

我们让x的分布中心 t 随时间往前移动 1 ( 1)s

t t d     ，其中 s表示 t 的移动方向，

它有 10％的概率反响移动，d 表示移动的步长。为了改变 p(y|x)，我们让 tb 有       

50％的概率转变为 1 1t tb b   ，也就是说，潜在模式有一半的概率会发生变化。最

后，我们让每个数据块中的样本类别标签 yt 有 20％的概率全部转变为 ty ，也就

是说，在每个时间点 t，都有 20％的概率产生一个噪声块。对于两类分类的问题，

在每个时间点 t, 样本的类别标签按以下规则产生：如果 21
t t ti

y b x
r

  ，那么类

标签将为“＋1”，否则为“－1”.对于多类问题，假设有 l 个类别{c1, c2, …, cl}，
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我们可以通过平均地分割式 5.19 的第一部分来得到。 

 

真实的网络入侵检测数据 除了人工的数据流，我们也在 KDDCUP’99 数据上对比

了我们的算法，这也是一个常用的数据流算法测试库。由于许多研究工作已经证

明这个库基本上线性可分（仅仅使用 10％的样本就可以达到 97％的预测精度），

我们对原始数据进行部分修改以便对比结果更加清晰：（1）随机采样：我们随机

地选择 100 个数据块，每个数据块上有 1000 个样本，并保证各个类别平衡；（2）

随机噪声采样：在随机采样的基础上，我们随机选择其中 20％的数据块，然后将

其中的样本全部改变标签，再放回到数据集中；（3）序列采样：我们首先利用信

息增益的方法得到包含最多信息的属性变量（也就是第 30 个属性），然后将所有

的样本按该属性进行重排，排序后的样本被放入到 100 数据块中，每个块也包含

1000 个样本；（4）序列噪声采样：在序列采样的基础上，我们随机选取其中 20％

的数据块，将其中所有的样本反转标签，然后再放回数据集中。 

 

对比方法：我们将对五种算法进行对比：（1）决策树算法（Tree），该算法在最新

的数据块上用决策树建立预测模型；（2）水平集成算法（HE）；（3）加权集成算法

（WE），该算法是水平集成算法的一个特例，他对每个子分类进行加权，权值是该

子分类器在当前块上的错误率的倒数，也就是说，错误率越大，精度越小。（4）

垂直集成算法（VE），（5）混合集成算法（AE）。 

 

评估标准：为了查看上述各种算法的性能，我们比较它们的精度，方差，还有算

法排序和胜（负）率统计。假设一个数据流有 n 个数据块 D1, D2, …., Dn，我们建

立一个集成分类器 fe 来预测即将到来的数据块 Di+1。考虑到 Di+1 的一个样本 x，如

果 x 的预测样本标签和它的最高的后验概率所对应的标签相同，那么我们把 x 看成

是正确分类的样本，其平均精度（Acc）被定义为对 Di+1 块的正确分类的样本比例。

进一步，根据每个分类器的精度，我们对所有的算法进行排序（Ranking），精度最

高的算法被排位 1，最低的则为 5。如果有两个算法有相同最高的精度，那么我们

将对它们的排序值同时赋 1。我们还定义了两个额外的度量：胜率（#W）和负率

（#L），对于一个分类器，如果它的分类精度排在 1，那么我们把它的胜率加 1，

相反，如果它的分类精度排在第 5，那么，我们把它的负率加 1。把这个过程重复

n-1 次，我们可以得到平均精度（Aacc），平均排列值（AR），排序值的标准差（SR），

和胜率（#W）和负率（#L）。一个好的分类器将有高的平均精度，平均排序值更

靠近 1，更多的#W 和更少的#L。同时，如果一个算法的 SR 很小，那么它将更加

稳定。 
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5.5.2 实验结果 

人工数据上的结果  表 5.1和 5.2列出了二分类和多分类人工数据流的实验结果。

表中第一行给出了数据块数目（N）和数据块大小（B）。从表中的结果可以看出，

在五种算法里面。AE 有最高的平均预测精度，最高的排序值，最小的负率。当把

五种算法在平均精度上进行对比时，我们可以看到 VE 仅次于 AE 算法，HE 和 WE 的

平均预测精度相同，一起排在第三位，Tree 算法排在最后。所以按照平均精度的

排名是 AaccAE>AaccVE>AaccWE=AaccHE>AaccTree 

当考虑 AR 的时候，我们发现 AE 排在第一，接下来依次是 VE，HE 和 WE 算法，

Tree 算法排在最后。就 SR 而言，HE 和 WE 有最小的 SR 值。当比较 AE 和 HE 的时

候，我们发现 AE 比 HE 更加的稳定，Tree 的算法排在最后，它的方差值最大 

ARAE<ARVE< ARHE=ARWE<ARTree 

当在#W 和#L 上进行对比的时候，我们发现 VE 的胜率最大，AE 仅随其后是第

二好的分类器，HE 和 WE 的胜率相同，Tree 的算法胜率最小。 基于以上的观察，

我们可以得到如下的结论：在这五种算法中，AE 表现最好，VE 表现次之，HE 和

WE 的表现一样，排在第三，Tree 算法排在最后。此外，我们还可以得到以下四个

结论：（1）在使用相同的学习算法的情况下，HE 和 WE 的表现几乎一样，对基分类

器增加权重对分类结果并无影响；（2）HE 和 WE 有最小的 AR 值，它们一直排在 AE

和 VE 之后，但是又比 Tree 的算法好；（3）VE 有最多的胜率，AE 的负率最小；  

 

表 5.1 两类的人工数据流,  p(x,y) 变化同时有 20% 噪声 

N = 100, B = 100 N = 1000, B=100 
Measure 

Tree HE WE VE AE Tree HE WE VE AE 

Aacc 0.572 0.575 0.575 0.596 0.614 0.680 0.679 0.679 0.701 0.704 

AR 3.192 2.697 2.697 2.505 2.495 3.323 3.010 3.010 2.392 2.194 

SR 0.033 0.001 0.001 0.023 0.003 0.028 0.000 0.000 0.000 0.020 

#W 9 14 14 45 33 8 9 9 54 35 

#L 33 31 31 26 20 30 37 37 23 12 

  

 
表 5.2 多类的人工数据流,  p(x,y) 变化同时有 20% 噪声 

N = 100, B = 100 N = 1000, B=100 
Measure 

Tree HE WE VE AE Tree HE WE VE AE 

Aacc 0.401 0.422 0.422 0.476 0.485 0.572 0.616 0.616 0.602 0.646 

AR 3.768 2.849 2.849 2.081 2.071 3.091 3.030 3.030 2.404 2.394 

SR 0.006 0.013 0.013 0.012 0.012 0.037 0.000 0.000 0.020 0.002 

#W 7 12 12 48 39 8 10 10 53 29 

#L 51 36 36 15 11 15 48 48 26 9 
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（4）对比于其它四种算法，决策树算法表现最差，它的平均精度最低，排序值最

靠后，同时有最小的胜率和最大的负率。 

直观上，我们认为 AE 应该在所有的度量方式上最好，但是 VE 却比 AE 有更多

的胜率，这是为什么呢？我们发现，VE 其实更适合于处理动态的数据流，该种数

据流假设只有概念漂移而没有噪声错误。在我们的人工数据集上，我们仅仅产生

了 20％的噪声数据块，剩下 80％的数据块是无噪声的。因此，VE 有更好的胜率。

然后，就算是 VE 的胜率最高，VE 的平均预测性能还是比 AE 差，因为在噪声数据

块上建立模型的时候，VE 的预测精度会非常低，如表 5.4 所示。 

  为了考察在概念漂移和噪声影响都发生的时候的各种算法的性能，我们在图 5.3

中列出了在 100 个数据块上的测试精度。我们可以发现这五种算法在处理噪声数

据集上都不稳定，当有噪声数据块出现的时候，预测精度常常会有大的下降。为

了验证为什么会有这种现象发生，我们拿出了 2 个典型的数据块来参看：第 6 个

数据块，这是一个正常的数据块，后面跟着噪声数据块；第 7 个数据块，这是一

个噪声数据块后面跟着正常数据块 8。如表 5.3 所示，当使用正常块（第 6块）来

预测第 7 个噪声块的时候，所有的方法都变得无效，这就解释了在图 5.3 中为什

么会有“突然下降”的情况发生。这五种算法都无法正确给出噪声块上的样本标

签，但是，反过来说，这也为我们提供噪声检测提供了一种手段。表 5.4 列出了

第 2中典型的情况：一个当前的噪声块 7跟着一个正常的数据块 8。我们可以看到

此时 AE 的预测精度最高。这是因为在当前的噪声块 7上建模时，AE 使用了在第 6

块和第 5 块上建立的分类器来构造集成学习框架，这样即使第 7 个数据块是噪声

块，整个分类精度不会有大的下降，但是 VE 仅仅使用当前的噪声块来建立预测模

型，效果当然很差。所以，AE，HE，WE 这些缓存历史块的算法在这种情况下比 VE

或单个的 Tree 要好。总之，在单个数据块上建立模型必然会极大地受到噪声数据

的影响 ，这就是为什么这类算法在真实数据流上不稳定的原因。一个可行的解决

办法就是，用历史数据块上建立的若干模型来弥补这个缺陷。 

 

表 5.3 用第6个正常块预测第7个噪声块 

Alg. Tree HE WE VE AE 

Acc. 0.118 0.123 0.123 0.100 0.070 

 

表 5.4 用第7个噪声块预测第8个正常块 

Alg. 
Tre

e 
HE 

W

E 
VE AE 

Acc. 
0.15

8 
0.767 

0.7

67 

0.07

1 
0.808 
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图 5.3  两组的人工数据流上，100 个数据块（每个数据块含 100 个样本）的精度对比 

 

真实数据流上的实验结果 表 5.5 列出了 KDDCUP’99 数据集在随机选择情况下的

结果，我们可以看到 AE 表现最好，其精度（0.995），AR（1.475）， #W（73）和

#L（11）。考虑到所有的度量方法，VE 排在第二，平均精度为 0.994，62 次胜出，

16 次负出。HE 和 WE 的性能相同，排在第三，决策树排在最后，平均精度 0.991，

21 次胜出但是有 70 次负出。图 5.4（a）给出了在 100 个数据块上，几种方法的

对比图。我们可以看到 AE 的曲线常常在其它的算法之上，Tree 的算法一直在最小。

这也验证了我们的结论：在真实数据流中，加权集成不比分类器平均的水平集成

好，各种方法的排序还是 AaccAE>AaccVE> AaccHE=AaccWE>AaccTree。由于随机采样

基本上算是真实的数据流，所以我们可以说 AE 处理这种真实的数据流效果最好。 

表 5.6 给出了通过随机噪声采样得到样本上的精度，我们可以看到，AE 也是

表现最好的分类器，有最高的平均精度，最靠前的排序值，最多的胜率和最少的

负率。它们之间的顺序是 AaccAE> AaccHE=AaccWE> AaccVE>AaccTree。同时，我们

也看到，VE 和 Tree 的算法在这种情况下精度急剧的下降，AE，HE 和 WE 却下降的

很小。也就是说，缓存一部分分类器对防止噪声的干扰将起很大的作用。 

 表 5.7 类除了在序列采样下的结果，我们可以看到，VE 在五中方法里面表现

最好。它有最大的平均预测精度，最小的平均方差，最多的胜率和最少的负率。

VE 的算法排在第二，Tree 排在第三，HE 和 WE 排在最后，图 5.4（c）给出更详细

的对比结果。序列采样的过程事实上产生的是一个特殊的动态数据流，所以在最

新数据块上的集成的方法将好于其它的使用历史块的算法。这也是为什么 VE 和

Tree 的算法比 AE，HE 和 WE 好的原因。 

表 5.8 给出了在序列噪声采样的情况下的结果。这是一个最困难的情况，我们

可以看到，所有五种算法都有一个大的精度下降。VE 下降的最多，从 0.926 降到

0.670，Tree 的算法从 0.911 下降到 0.669，HE 和 WE 从 0.825 降到了 0.676，AE
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从 0.879 降到了 0.682。图 5.4（d）列出了在 100 个数据块上的详细对比信息。

我们可以看到，AE 始终是一个最好的算法，也就是说，在同时经历噪声和概念漂

移的时候，相比于现有的集成算法，AE 是一个最优的选择。 

 

 

(a) 随机采样 

 

(b) 随机噪声采样 

 

(c) 序列采样 

 

(d) 序列噪声采样 

 

图 5.4. KDDCUP’99 上的 100 个数据块（每个数据块 1000 个样本）的对比结果 
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 表 5.5 随机选择 

 Tree HE WE VE AE 

Aacc 0.991 0.993 0.993 0.994 0.995 

AR 3.232 2.192 2.192 1.778 1.475 

SR 0.015 0.000 0.000 0.006 0.126 

#W 21 34 34 62 73 

#L 70 39 39 16 11 

 

表 5.6 随机噪声选择 

 Tree HE WE VE AE 

Aacc 0.694 0.822 0.822 0.695 0.823 

AR 2.929 2.263 2.263 2.182 2.121 

SR 0.009 0.001 0.001 0.000 0.013 

#W 20 29 29 54 54 

#L 45 35 35 29 26 

 

表 5.7 序列选择 

 Tree HE WE VE AE 

Aacc 0.911 0.825 0.825 0.926 0.879 

AR 1.525 2.000 2.000 1.475 2.267 

SR 0.022 0.010 0.010 0.002 0.016 

#W 74 58 58 74 59 

#L 17 35 35 8 26 

 

表 5.8 序列噪声选择 

 Tree HE WE VE AE 

Aacc 0.669 0.676 0.676 0.670 0.682 

AR 2.424 1.899 1.8990 1.838 1.737 

SR 0.025 0.008 0.0082 0.047 0.006 

#W 54 54 54 62 65 

#L 30 33 33 27 20 

 
 

 

5.6 本章小结 

近年来挖掘数据流的工作主要集中在处理数据流的大量、连续的数据量和概念

漂移问题，很少关心数据中由于外界条件变化而产生的噪声数据块的问题。从分

类的角度，以往的工作主要是基于对数据流的两种描述的基础上，数据流的静态

描述和动态描述。静态描述假设训练和测试数据块有相同或类似的分布，而动态

描述被用来刻画数据流上的概念漂移问题。在本章中，考虑到真实的数据流可能

因为外部因素而包含噪声，我们提出了一个新的数据流上的噪声描述。在这个描
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述下，数据流可能同时经历概念漂移和噪声错误。为此，我们提出了一个混合集

成（Aggregate Ensemble: AE）的学习框架来挖掘噪声数据流。理论学习表明，新

的 AE 框架能够准确并且有效的挖掘数据流中的潜在知识。接下来在人工数据流和

KDDCUP’99 网络入侵检测数据上的实验结果也表明，AE 框架比以往提出的集成

分类器框架要好。 

本章的贡献有三点：（1）我们首先提出了数据流上的噪声描述，我们认为，挖

掘数据流不仅要考虑大规模的数据和概念漂移问题，也要考虑由于外部因素的影

响，数据流中可能出现的噪声数据块问题；（2）我们提出了一个混合集成（AE）

的学习框架来挖掘带噪声的数据流；（3）我们还对当前流行的数据流挖掘算法在

各种不同类型的流数据上进行了性能对比。 
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第六章．清洗噪声数据流 

在上一章中，我们讨论了现实应用中数据流存在的噪声问题，并给出了一个混

合集成的挖掘算法（AE）来挖掘带噪声的数据流，这种方法适用于噪声成块的出

现在数据流中的情况。但是很多时候，噪声会大量地随机分散在数据流中。在这

种情况下，不管使用何种算法在噪声数据块上直接建立分类器将都会降低预测的

准确率。考虑到这些问题，本章中，我们提出了一个新的挖掘噪声数据流的策略：

清洗噪声数据流。其基本思想就是先在数据流中鉴别出噪声数据，然后使用算法

将这些噪声去除掉，最后在清洗过的数据上建立准确的预测模型。为了达到这个

目的，我们利用偏置－方差分解的方法推导出一个最大方差间隔（Maximum 

Variance Margin: MVM）原则来清洗数据流。根据这个原则，我们提出一个局部和

全局过滤框架（Local and Global Filtering：LgF）来鉴定噪声数据。在 6个数据流

（包括 2个真实数据流）上的实验结果表明 LgF 方法在鉴定噪声数据上的有效性。

此外，相比于直接在噪声数据流上建立的模型，在 LgF 清洗后的数据上建立的分

类模型可以获得更好的预测精度。 

6.1 引言 

从分类噪声数据的角度来看，有很多的方法已经被提出鉴定和清洗噪声数据流

[162-170]。尽管这些方法在设计上有很大的不同，但是其实原理都是类似的：在

训练数据上使用一小部分的样本建立分类器，然后用这个分类器鉴定剩下的训练

样本，其中被错分的样本就被看成是噪声样本。在静态数据集中，所有的训练样

本随时可以获得并且来自同一种分布，但是在数据流中，收集所有的数据来执行

清洗过程实际上是不可行的，并且流数据的分布会随着时间变化。这就产生了一

些新的问题：如何在数据流上进行数据清洗工作？清洗数据流是否可以帮助分类

器提高精度？ 为此，我们对比了静态数据流中的数据清洗和数据流上的数据清洗

的区别，在数据流上清洗数据有三个新的挑战： 

 

（1） 数据量递增：对于数据规模连续增长的数据流，等所有的训练样本都收集完

再进行数据清洗是不实际的。因此，我们必须设计动态的学习框架来执行清

洗工作； 

（2） 数据错误和概念漂移：在概念不断变化的数据流中，我们很难区别其中的数

据错误和概念漂移。因为对于在数据流上建立的分类器，当它把一个样本判

断为异常点的时候，我们无法判断该样本究竟是因为概念漂移，还是因为真
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正是噪声样本而被错分。因此，我们需开发恰当的方法来区分概念漂移和噪

声。 

（3） 一般性和交互性：一个数据清洗模型应该可以使大多数的分类算法获得更高

的预测精度。并且，由于数据流的动态性，清洗模型应该允许用户能够实时

控制和观察结果。 

 

本章给出了我们对上述三个数据流上清洗数据的新问题的解决办法。我们将会

使用偏置－方差分解来推导一个最大方差间隔（Maximum Variance Marge）的原

则从数据流中鉴别噪声样本。在 MVM 的原则上，我们进一步提出了一个局部和全

局过滤（LgF）的算法框架来清洗数据流。 LgF 框架把局部噪声过滤和全局噪声过

滤的方法结合起来来对数据块中的样本进行排序。我们再使用一个贪心搜索算法

来对把数据分成正常样本子集（NS）和异常样本子集（AS）。这样，LgF 方法保证

从清洗后的数据流上建立的集成分类器将会在最近的数据块上有最小的方差错

误，并可以用来帮助建立一个精确的集成分类器模型。由于 LgF 利用一个基于集

成的学习框架，它可以有效的处理连续的数据流问题（问题 1）.并且，最大方差

间隔 MVM 原则为在数据流上发现噪声样本提供了一个理论指导（问题 2）.最后，

MVM 原则和 LgF 框架可以为任何分类器提供交互性的噪声清洗。（问题 3） 

本章余下的部分组织如下：6.2 节定义了数据流上的数据清洗。6.3 节推导了

最大方差间隔的原则来指导数据清洗过程，这个原则在 6.4 节被用来构建 LgF 清

洗框架。在 6.5 节，我们给出了在人工仿真和真实数据流上的实验报告，最后我

们在 6.6 节对本章进行了小结。 

 

6.2 问题定义和简单解决办法 

6.2.1 问题定义 

图 6.1 给出了我们提出的用于清洗数据流的一个交互式的集成分类器框架。假

设数据流被按照用户指定的块大小进行分割，最新到来的数据块表示为 Si+1，我们

再假设一旦算法移动到地 Si 块，以前数据块（„Si-3, Si-2, Si-1）的所有样本变得不可

访问，但是在它们上面建立的分类器（….，Ci-3, Ci-2, Ci-1）却被缓存下来。基于以

上的假设，数据流清洗的目标就是要“给出一个用户指定的值，我们移除 Si 块中

百分之的样本来获得一个正常的数据块（NSi），这样的话在 NSi 上建立的分类器

Ci 和前 k-1 个分类器 Ci-k, Ci-k+1,…, Ci-1 一起形成一个集成分类器来预测精讲到来的

数据块 Si+1。 
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噪声

样本 

Si-k Si-k+1 

 

Si  

 NSi 

 
ASi  NSi-k 

 
ASi-k  NSi-k+1 

 
ASi-k+1 

 

Ci-k Ci-k+1 Ci 

 

 

分类器集成 E 

wi wi-k+1 
wi-k 

 

预测 

Si+1 

 

Si+1  

当前数据块 即将到来的数据块 

: 清除的样本的比例 用户接口 

 

图 6.1 一个用来进行清洗数据流的交互式的分类器集成框架图：清洗过程就是要把每个数据

块 Si 分为两个部分 NSi 和 ASi。 其中 ASi 包含 Si中百分之 (由用户控制) 的噪声样本，这

样在清洗后的 NSi-k,…, NSi上建立的集成分类器 E 可以更准确的预测即将到来的块 Si+1 

6.2.2 简单解决办法 

局部过滤（LF） 局部过滤不考虑其它的历史数据块，它在每个当前数据块上单独

地执行清洗工作。类似于在静态数据集上执行清洗工作，局部过滤把 Si 中的数据

分成两个子集，NSi和 ASi。其中 ASi是被识别出来的噪声数据集。LF 的主要缺点在

于相对于整个流数据，每个数据块通常只包含一个非常小的样本数，从而使得在

其上训练得到的分类器常常会有大的偏置错误，从而可能会把许多正常的样本分

为噪声样本。 

 

全局过滤（GF） GF 使用多个数据块上训练的分类器来鉴定数据噪声。给定数据块

Si，GF 收集从前面 k 个数据块 Si-k, Si-k+1, …, Si-1 上建立的分类器构造集成分类器 E，

再进一步根据 E 将 Si中的样本分为 NSi和 ASi。这种全局过滤的方法的主要缺点是

很难区分噪声错误和概念漂移的区别，因为如果块 Si 中的概念相对于以前的块 Si-k, 

Si-k+1, …, Si-1 发生了变化的时候，Si 中的样本可能会被集成分类器 E 错分。因此，

当新分布的样本到来的时候，GF 方法可能会错误地鉴定其为噪声。 

6.3 最大方差间隔原则 

在这节，我们首先给出集成分类器的方差错误，然后推导一个最大方差间隔

（MVM）原则，这个原则用来指导建立 LgF 框架清洗数据流。 

6.3.1 集成分类器的方差 

我们在第二章和第四章都用到了这个集成分类器这个概念，因而在此只作一个

简单介绍。给定一个分类器 f 和任意样本 x，理想情况下 x 被分类器 f 分为 cl

（l=1,…,L）类的概率为贝叶斯后验概率 p(cl|x)，但是实际情况中，由于分类器本
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身的缺陷（Bias）和样本的选取问题（Variance），我们用 f 分类 x 到 cl 的概率为： 

 
.

( ) ( | ) ( )
l l lc l c c

Bayes Opt Bias Variance

f x p c x x 



  


 
 （6.1） 

由于我们在集成框架中使用相同的分类算法, 这些算法在数据流上将有共同的偏

置错误, 因此我们可以把式 6.1 简化为 : 

( ) ( | ) ( )
l lc l cf x p c x x    （6.2） 

当在清洗后的数据块 NSi-k+1, NSi-k+2,…, NSi 上建立 k 个分类器来组成构造集成分类

器 E 的时候，E 对样本 x 的分类结果将是 E 的所有子分类器的线性组合。因此，E

将 x 分类到 cl 类的概率为式 6.3， 

1 1

1 1

( ) ( )

( ) ( | )
l l

l

i i
m m m m

c c
E m i k m i k

c li i
m m

m i k m i k
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     

     

  
 

 
  （6.3） 

其中 ( )
l

m

cf x 表示的是子分类器 Cm将样本 x 分到 cl 类的概率，它又可以表示为： 

( ) ( | ) ( )
l l

E E

c l cf x p c x x    （6.4） 

其中 ( )
l

E

c x 是一个集成分类器 E 在类别 cl 上的方差产生的随机变量， 

1

1

( )

( )
l

l

i
m m

c
E m i k
c i

m

m i k

w x

x

w


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  





  （6.5） 

假设各个子分类器相互独立，那么该随机变量 ( )
l

E

c x 的方差可以表示为： 

2 2
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  （6.6） 

假设有一个验证集包含了一系列的已标签的样本 x，那么式 6.6 在该验证集上的

方差将为： 

2 2

2 2 1

2

1
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  （6.7） 

进一步，我们可以得到如下式子， 
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  （6.8） 

其中， 2 ( )m
cl


  是随机变量 ( )

l

E

c x 在数据集上的平均方差，其中每个 2 ( )m
cl


  计算如

式 6.10， 

2 21
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m m
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   （6.9） 

 
2

2 ( ) ( )m
l lcl

x m

c cx y f x


     （6.10） 

其中，
l

x

cy 是样本 x 属于类别 cl 的真实概率。如果 x 属于 cl类，
l

x

cy 等于 1，否则等

于 0。 2 ( )m
cl


  可以按照渐进的方式计算如等式 6.11 和 6.12，其中  x 表示将样

本 x 加入，而 \ x 表示将样本 x 从中除去。 
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在式6.9中的方差是基于类别 Cl计算得到的，如果我们考虑所有的类别 Cl （l=1,…, 

L），那么分类器 Cm 的方差可以计算如下， 

2 2

1
( ) ( )m m

c cl

L

l 
 


     （6.13） 

因此，总的集成分类器 E 的方差可以计算如下， 
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  （6.14） 

根据 Breiman[91]和 Tumer 等[88]的工作，一个分类器的期望错误和它的方差成正

比，因此，最小化集成分类器 E 的方差错误就可以最小化它的期望错误。由此，

我们得出，在数据流中，噪声清洗的目的就是要最小化集成分类器 E 的方差错误。 

6.3.2 最大化方差间隔推导 

为了构造一个精确的集成分类器 E，我们要保证在评估集 Si+1 上 E 的集成方差

应当最小化。在数据流环境下，邻接的数据块常常有强相关性，因此我们可以使

用 NSi 作为 Si+1 块的评估集，这也等价于最小化 E 在 NSi 上的集成方差。同时，由

于 NSi 和 ASi 的互补关系，最小化 E 在 NSi 上的的方差可以进一步看成是一个样本
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分割过程，这个过程使得 E 在 ASi 上的样本的方差最大，而在 NSi 上的样本方差最

小。式 6.15 定义了这个过程， 

2 2

; ; ;

max{ ( ) ( )}arg E E

m
i i i i i

i i

w NS AS S NS AS

AS NS
 

 
 

  
 （6.15） 

其中， 2 ( )E iAS


 表示 E 在 ASi 上的方差。式 6.15 所定义的最大方差间隔原则就是

要找到权值 w
m（m=i-k+1,.., i）和子集 NSi 和 ASi，使得 E 在 ASi 和 NSi 上的方差间

隔最大化。由于 ASi 和 NSi 是互补集，我们仅仅需要在他们当中任意一个上计算权

值 w
m。由于 NSi 通常包含比 ASi 更多的样本（在一个数据块上清除一半以上的样本

似乎不大合理），我们的基于最大方差间隔的数据清理过程包含了下面三个过程来

找到 NSi 集合， 

（1） 给定一个子集 NSi，找到最优的权值 w
m（m=i-k+1,.., i），使得集成分类器 E

在 NSi 上的方差最小； 

（2） 使用上面得到的权值来计算 E 在 NSi的补集 ASi上的方差，同时计算相应的

方差间隔； 

（3） 重复上面两个步骤来找到有最大方差间隔的子集 NSi，并把对应的 ASi 作为

Si 上的噪声样本集。 

在上面三个步骤中，仍然需要解决两个关键的问题：（1）给定一个有 N 个样本的

数据块 Si，我们无法列举所有的样本组合来构造规模为 (1 ) N  的子集 NSi；（2）

给定一个 NSi，怎么决定权值 w
m，使得 E 在 NSi 上的方差最小。在本章第 4 节，

我们将会给出一个基于贪心搜索的算法来解决第一个问题，并且我们仅仅这样一

个权重调节问题：寻找权重 w
m，使得集成分类器在 NSi 上方差最小。 

假设我们给出了一个子集 NSi 和一个集成分类 E，找到集成权重 w
m（m=i-k+1,.., 

i）来最小化 E 在 NSi 上的方差的问题等价于最优化下面的问题， 

2arg { ( )}m E iw
NS


   （6.16） 

为了找到该问题的解，我们定义每个子分类器 Cm的权重 w
m和 Cm在所有类上的方

差成反比， 
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其中，m是比例系数。结合式 6.6 和式 6.17，E 在 NSi 上的集成方差可以表示为： 
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  （6.18） 
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优化问题 6.19 是一个典型的凸二次规划问题，我们可以求得它的最优值为： 
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 （6.20） 

 

由于 w
m的权值和 p

m 成正比，因此我们可以直接利用 p
m的值来作为权重 w 进行计

算。 

6.4 局部和全局过滤（LgF）算法框架 

为了应用最大方差间隔方法来清洗数据流，我们需要检查所有可能的子集 NSi

（或者 ASi），并选择其中具有最大方差边缘的值。然而，这是一个组合优化问题。

在下面的部分，我们提出一个贪心算法来进行搜索。我们首先讨论局部和全局的

样本排序和搜索过程。接着我们描述 LgF 框架来清洗数据流。 

6.4.1 局部样本排序 

给出数据块 Si，局部样本排序就是要执行一个完全的局部过滤来对 Si中的所有

样本进行排序（根据每个样本的被判断为噪声样本的概率）。为了达到这个目的，

一系列同构的分类器被训练来进行噪声过滤，如图 6.2 所示，其中每个数据块 Si

被分成 n叠样本 F1, F2, …, Fn. 对每一叠样本 Fj，我们使用它的互补集 Fj来建立

个分类器，其中每个分类器使用不同的算法来建模，比如决策树和朴素贝叶斯分

类器。对 Fj 中的每一个样本 x，个分类器被用来计算式 6.21 定义的分数，其中

(x)是指第个分类器对样本 x 的预测结果，c 是指被大多数分类器所认同的类别，

Ic(x)是一个指示函数，当 c 和 x 的标签相同的时候相同，取值为 1；否则为－1。在

最后一步，Si 中所有的样本将以一个递降的方式排序 

| | | |

1,..,1; ( ) 1; ( )

1
( ) ( ) {1}; arg max {1}

| |
c

l Lx c x l

x I x c
  

 

     

  
     

   
    （6.21） 
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1. ，根据式 6.22 计算 x 的分数 

2. 对 Si 中 的所有样本排序按降序排序 

3. Return 排好序的样本 Li 

   

图 6.2  局部排序算法流程 

图 6.2  局部排序算法流程 

 

局部排序算法 LF (Si, n, ) 

输入: 当前的数据块 Si，n: 交叉验证的叠数， :子分类器的数目 

输出: 局部排序的样本 Li 

开始 

1. 将 Si 划分成 n 叠: Si=F1F2... Fn 

2. For 每叠样本 Fj, j＝1,..., n  

3. jF
~

=Si \ Fi 

4. 使用不同的算法在 jF
~

上训练  个分类器  

5. For Fi中的每个样本 x  

6. 应用所有的  个分类器，根据式 6.22 计算 x 的分数 

7. 对 Si 中 的所有样本按降序排序 

8. Return 排好序的样本 Li 

结束 

 

6.4.2 全局样本排序 

对样本进行全局排序的目的就是要用包括缓存块上的所有分类器对 Si 数据块

上的样本进行排序。在式 6.22 中，C(x)表示分类器 C在样本 x 上的预测结果，Ic(x)

是一个指示函数，如果 c 和 x 的类别标签相同，那么取 1，否则取－1。在对 Si中

所有的样本计算分数后，我们再用一个排序方法对所有的样本进行降序排序 

1,..,1; ( ) 1; ( )

1
( ) ( ) {1}; arg max {1}

i i

k k

c
l LC x c C x l

x I x c
k

   
   

  
     

  
    （6.22） 

 

1.  

图 6.3  全局排序算法流程 

全局排序 GF (Si, Ci-1, ..., Ci-k) 

输入: 当前数据块 Si， Ci-1, ..., Ci-k: 在 k 个先前的数据

块 Si上建立的 k 个分类器 

输出:全局排序的样本集 Gi 

开始 

1. For Si中的每个样本 x 

2. 应用分类器 Ci-1, …, Ci-k 分类样本 x 

3. 用式 6.22 计算样本 x 的分数 

4. 对 Si 中的所有样本进行降序排序 

5. Return 全局排序的样本集 Gi 

结束 

 

6.4.3 联合排序和贪心搜索算法 

 由于局部和全局过滤在鉴定噪声样本的时候各有所长，我们对每个样本计算排

序分数的总和，然后根基它们总的分数的升序来获得一个联合排序列表。 
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假设我们使用 LGi 来表示联合列表，一个贪心搜索过程可以被用来从 LGi 中选

择样本并建立一个最大方差间隔的 ASi 和 NSi集合。由于 LGi结合了局部和全局的

样本信息，噪声样本常常会比正常样本排得更靠前，因此我们的贪心搜索过程可

以从列表的顶部搜索样本构造噪声子集 ASi。 

6.4.4 LgF 算法框架图 

图 6.4 列出了 LgF 算法的流程图。，给出一个数据流 S，当 N 个样本到来的时候，

LgF 收集成数据块 Si，然后在 Si 上建立分类器 Ci。在此基础上，LgF 依据局部和全

局的排序结果产生一个联合排序列表 LGi。在第 7 步和 17 步之间的循环迭代的选

取N 样本来建立噪声子集 ASi。在每次迭代的时候，搜索过程顺序的扫描链表 LG

的前(+)N 个样本，从中选择一个样本 x 加入到 ASi，并对其在当前的 ASi和 NSi

数据集上计算方差间隔。有最大方差间隔的样本 x*将被选择和加入到 ASi 中。当为

每个样本 x 计算方差间隔的时候，在前几个清洗过的数据块上的分类器 Ci-k,…,Ci-1

将会同时使用。上面的选择过程循环进行一直到N 个样本被选择到 ASi 子集中。

最后，当数据流有新的数据块到来的时候，LgF 返回第 1步的过程。 

 

LFG (S, N, , n, k, ) 

输入:  噪声数据流 S 

参数:  

N: 块大小 

:需要从 S 中移除的噪声样本的比例 

k: 全局过滤的分类器数目 

n: 局部过滤的交叉叠数 

: 局部过滤的分类器的个数 

输出: 清洗好的数据流 S 

1. 从 S 中收集数据，构造一个有 N 个样本的数据块 Si 

2. 在 Si上建立分类器 Ci 

3. 产生局部排序列表: Li  LocalRanking (Si, n, ) 

4. 产生全局排序列表: Gi  GlobalRanking (Si, Ci-1,…,Ci-k) 

5. 结合 Li 和 Gi 产生全局排序列表 LGi  JoinLists (Li, Gi) 

6. NSi  Si;  ASi  Ø; numInstanceDelete  0 

7. While (numInstanceDelete < N) 

8. VM []  0             

9. W  最优权重计算(NSi)                       

10. For   排在 LGi列表最前面的(+)N 个样本 x 

11. If (x  ASi) 

12. NSi  NSi \ x;  ASi   ASi  x 

13. VM[x]  VarianceMargin (x, W, NSi, ASi, Ci-1,...,Ci-k) 

14. NSi  NSi  x;  ASi   ASi \ x 

15. 选择最大方差间隔的样本 x*  

16. NSi  NSi \ x*;  ASi   ASi  x* 

17. numInstanceDelete = numInstanceDelete + 1 

18. EndWhile 

19. 从 NSi 建立分类器 Ci  

20. S  S  NSi 

21. i = i + 1 

22. Repeat 第 1 步  Until 数据流 S 结束 

23. Return S 

 

 

图 6.4 LgF 算法的流程图 
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6.4.5 LgF 的时间复杂度分析 

联合排序的时间复杂度 生成联合排序列表的时间复杂度取决于局部和全局过滤

算法。给定包含 N 个样本的数据块 Si，LF 利用基于交叉验证的方法来分割 Si为 n

叠样本，然后从 n-1 叠样本中训练个分类器。这个过程等价于总共训练n 个分

类器，每个分类器从
1

( )
n

N
n


 个训练样上建立，因此，LF 的建模的时间复杂度是

))
1

(( 22 N
n

n
nO 


 。另外，因为每个样本需要获得它的局部分数，对于 N 个样

本，总共要花费 )( NO  的时间复杂度（假设分类器的预测时间复杂度为线性函

数）。在最后的排序过程将会花费 )lg( NNO 的时间。因此 LF 的总共的时间复杂度

将会是 

2 21
( ) ( ( ) ) ( ) ( lg )LF

n
T N O n N O N O N N

n


           （6.22） 

对于全局过滤，在数据块 Si 上，k 个从缓存块上训练的分类器 Ci-1, Ci-2, …, Ci-k

将被用来进行分数计算。因此在每个数据块上的训练时间将会是 O(N
2
)，同时，全

局打分过程需要依次检查 k 个分类器，对于 Si 中所有的样本，其时间复杂度将会

是 O(kN)。最后，排序的时间复杂度将会是 )lg( NNO ，因此，GF 的总的时间复杂

度： 

)lg()()()( 2 NNONkONONTGF    （6.23） 

因此，联合排序的时间复杂度将会是式 6.22 和 6.23 的和，在加上最后的一个排

序过程，表示为: 

)lg3())(()]1)
1

(([)( 22 NNONkON
n

n
nONTJR 




 
 （6.24） 

 

迭代样本选择的时间复杂度  迭代样本选择过程每次从 NSi 中移除一个样本加入

到 ASi 中，直到指定的样本数N。在每次迭代中，LgF 需要计算集成分类器的最

优权重（图 6.2 的第 9步），然后选择最大间隔的样本（图 6.2 的第 10 步到 14 步）。

计算最优权重的过程（式 6.21）基于每个分类器在每个样本上的方差。在依次迭

代中，假设 NSi 中的样本数为|NSi|，那么需要 k 个分类器需要 | )|( iNSkO  的时间来

计算方差。 此外，对于 k 个分类器，每个分类器计算 p
m的值都需要 )(2 kO 的时

间复杂度。因此，计算最优权重的时间复杂度为 )2||( kNSkO i  。 

为了在每次迭代中搜索最大方差间隔的样本，LgF 必须为每个 NSi 中的样本 x

计算最大方差间隔，这就需要花费 ))1|(|(  iNSkO 的时间来计算 )\(2 xNSiE
 和

))1|(|(  iASkO 的时间来计算 |)(|2 xASiE 


 。因此，在每次迭代中，选择最大方
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差间隔的样本（从 Si 的前(+)N 个样本中查找）的总的时间复杂度为： 

( ) ( | | ( ) | | ( ) )MVM i iT N O k NS k N k AS k N                 （6.25） 

由于 NSi 和 ASi 是互补的（|NSi|+|ASi|=N），因此，上面的式子可以简化为， 

))(2()( NkNkONTMVM  
  （6.26） 

因此子每次迭代中，最优权重计算和计算法最大方差间隔的时间复杂度为： 

))(2()||()( NkNkOkNSkONT iMVMWeight     （6.27） 

总的迭代次数由用户指定的值来决定。在每次循环后，一个样本被从 NSi 中移出，

并被加入到 ASi 中，因此在 N次迭代以后，在 NSi 中的样本数目从 N, N-1, N-2 一

直到 N(1-)，因此，总共的迭代花费为： 

( 1) (1 )( (1 ) 1)
( ) ( [ ]

2 2

) ([ 2 ( ) )] )

Weight MVM

N N N N
T N O k

k N O k N k N N

 

   



    
  

           

  （6.28） 

全部时间花费  结合式 6.24 和 6.28，并忽略其中的低次项，我们可以得到最终的

LgF 框架的时间复杂度为 


2 2 2

( ) ( )

1 3
([ ( ) 1 2 2 ] )`

2
GF

SelectLF

LgF JR Select

T

TT

T T N T N

n
O n k k k N

n
   

 


             



  （6.29） 

实际上，对于局部过滤，集成分类器的大小 k 常常少于交叉验证的叠数 n（n  k），

对于小的值，值也将很小。因此，式 6.29 可简化为 

  
2([ 1 2 ] )

GFLF Select

LgF

TT T

T O n k N        （6.30） 

上式说明，LgF 算法框架的时间复杂度函数主要取决于训练块中的样本数 N，它是

N 的平方函数。 

6.5 实验 

6.5.1 实验设计 

我们用 Java 在 WEKA 的平台下实现 LgF 框架。实验中，我们采用了 3 种类型

的算法来计算 LF 过程，它们分别是决策树算法，朴素贝叶斯算法和 REPTree 算法。 

 

方法和度量： 我们使用了局部过滤（LF）和全局过滤（GF）作为对比方法。噪

声清洗算法的性能主要从两个方面来评估：（1）错误鉴别的精度；（2）在清洗后

的数据上建立的集成分类器的预测精度。由于所有的方法都采用基于数据块的模

型，我们将给出不同方法在所有数据块上的平均值。 同时，为了比较在清洗后的

数据流上的预测精度，我们使用了图 6.1 所示的集成学习框架，其中 Ci-k, …,Ci的
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权值都依据其在 NSi 上的精度而定。 这样的话，给定两个从清洗好的数据流上的

集成学习框架 EA 和 EB 的时候，如果 EA 的预测精度高于 EB，那么 EA 算法的性

能将高于 EB 算法。此外，我们给出了在原始数据流上的预测结果和完全无错误的

数据流上的预测结果，这两个结果为我们的算法提供了可供参考的上、下界。 

 

传感器（Sensor）和电力供应（Psupply）数据流  这两个数据来源于真实生活的

数据流，我们曾在第三章中使用过。传感器数据流包含了 2 个月内实验室中 56 个

传感器的诸如温度，湿度，亮度和电压等数据，每 1－3 分钟所有的传感器向信号

收集装置发回一次数据。学习的任务就是要根据传回的数据确定传感器的 ID 号。

随着时间的推移，传感器流中所包含的概念可以会发生变化，比如对于亮度属性，

在白天的亮度显然要高于晚上，对于温度属性，当会议开始和结束的时候，会议

室的温度可能会有大的改变。电力供应数据流来自于美国一家电力公司 3 年中记

录的流数据：从主电网供应的电力和从其他电网调配的电力。学习任务就是要预

测在每天 24 小时里，哪种电力供应方式在起作用。概念漂移在这里面也体现为天

气的变化带来的电力供应的变化，工作时间和非工作时间造成的电力调配变化等。 

 

UCI 数据库  CoverType 和 Letter 是两个 UCI 上的真实数据集。在 Covertype 数据

集中，数据挖掘的任务是要根据森林覆盖区域的图片来判断森林的覆盖类型。Letter

则是要对 26 个手写的英文字母进行识别。 

 

人工数据流  我们构造了两个人工数据流：超平面（HyperP）和超球面数据流

（HyperB）。 式 6.31 给出了超平面的数据流的构造规则，式 6.32 则给出了超球面

的构造规则。对于超平面，aj 控制了平面的形状，f(x)决定了每个样本 x 的类别信

息。换句话说，如果 f(x)大于一个临界值，那么将被标为一类，反之则标为另外一

类。对于超球面，如果 fi(x)小于球的半径，那么将被分为一类，反之则为另一类。

对于这两个数据集，概念漂移被下面的参数所控制：（1）参数 t, 控制概念漂移的

维度；（2）参数 p, 控制了将会发生改变的属性的；（3）h 和 ni{-1, 1}，控制了属

性权重改变的方向。每产生一个样本 x，ai 就以 nit / N 的幅度进行变化。同时在生

成 N 个样本以后，有百分之 h 的可能所有属性的权重改变方向 ni = -ni。在我们的

实验中，超平面和超球都是 100,000 个样本下的 5 类分类问题，每个样本包含 10

个属性。每 2000 个样本中，有 5 个属性将会发生变化，其改变幅度为 0.1，另外，

权重改变有 20％的概率转变方向。 

1 1

1

( )
( )

d j j

jj
j

x x
f x a

x

 




    （6.31） 
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 


d

j ijji axxf
1

2)()(   （6.32） 

 

噪声 为了评估所有算法在鉴定噪声数据上的性能，我们利用一个常用的错误添加

方法。我们在数据流中随机地选择样本然后随机地赋予其一个标签（不是它本身

的标签）。这样一种噪声添加的模式使得我们知道哪些样本是噪声样本，并且可以

知道哪些算法鉴定的噪声样本最多。在下面的表和图象里，噪声水平表明百分之

的流数据曾经被噪声化，噪声数据在整个数据流上均匀分布。 

表 6.2 实验用到的数据描述 

数据流 样本数 属性数 类别数 

Covtype 581,012 54 7 

HyperB 100,000 10 5 

HyperP 100,000 10 5 

Letter 20,000 16 26 

Psupply 29,928 4 24 

Sensor 2,219,803 5 56 

 

6.5.2 集成分类器规模和块大小测试 

由于 LgF 和其它简单方法，包括 LF 和 GF 方法，都基于如图 6.1 所示的集成

框架，因此我们首先要测试一下集成算法的参数（集成分类器的大小和块大小）

对挖掘结果的影响。 

在图 6.5 中，我们列出了在没有加入噪声的时候，在不同分类器集成大小下的

平均精度，其中块大小是任意决定的。从该图我们可以看到三个不同的结果：当

集成规模从 1 增加到 50 的时候，算法在数据集 Covtype、Sensor 的平均集成精度

逐渐降低，然而在 Letter 和 Psupply 上的精度却随着集成规模的增大而增大。对于

人工数据流，在集成规模从 1 到 10 的时候增大，然后开始下降。我们认为这三个

模式代表了典型的数据流和它们对块大小变化的不同。这些变化都取决于流数据

本身的特点。更确切地说，如果概念在块间变化缓慢，增大集成规模将会帮助提

高预测精度。另一方面，如果概念快速变化，增加集成规模则会因为包含过时的

数据而降低精度。事实上，在人工数据流上的结果也支持了这种观点。在人工数

据流上，概念在 2000 个样本以内的时候相对稳定，然而当样本数多于 2000 的时

候，概念可能会快速改变。因此，我们看到的是当集成块从 1 到 5 的时候，预测

精度逐渐增加，然而，当集成规模到达 15 的时候，精度却逐渐下降了。基于图 6.5

的结果，我们使用 3 个数据块进行集成来挖掘 Covtype 和 Sensor 数据流，对于剩

下的数据流我们使用 10 个数据块进行集成。 
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(a) 不同的集成规模的对比 
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(b) 不同块大小的精度对比 

图 6.5 集成分类器在不同的集成规模和块大小上的测试。（1） 不同的集成规模上的精度测试，

其中块大小为：Psupply 300/块, Sensor 1000/块, Letter 200/块, Covtype 1000/块, HyperP 500/块, 

HyperB 500 块；（2）在集成规模为 3 的时候，不同块大小的精度对比。 

 

在图 6.6 中，我们给出了在不同集成规模下的预测精度。不同的流对块的变化

的敏感性不同。总的来说，当块大小增加的时候，精度会有所增加。另一方面，

当数据块大小超过某一个临界点的时候，所有的流（除了 Letter）的精度都有所下

降。 当块大小很小的时候，每个块包含的样本数有限，因此得到的模型不足以反

映潜在的模式。这个时候，增大块的大小可以帮助提高挖掘结果。另一方面，对

于很大的块规模，每个块可能包含多个不同的模式，反而进一步恶化分类器的性

能。总的来说，当每个数据块包含 500 个样本的时候，对这 6 种数据流都是可接

受的，因此，在后面的实验中，我们都采用 500 个样本作为块大小 

 

6.5.3 鉴定噪声数据的实验结果 

表 6.2 和 6.3 给出了对噪声的平均鉴定准确率和集成分类器的预测准确率（在

清洗后的数据上）。在表 6.3 中，我们也给出了在原始数据集上的集成分类器的准

确率（表示为 NF），还有在完全正确的数据流上的结果（PF）。其中每列给出了相

应的方法下的结果，每行给出了在某个数据流某个精度下的结果。对于 LF，GF，
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和 LgF 中最好的方法，我们将对其加粗显示。 

 表 6.3 和 6.4 中的结果显示，所有方法的标准差都很大，甚至是那些没有噪声

的情况下也很大。这主要是因为均值和方差都是在整个数据流上计算的，概念漂

移使得各个结果偏离均值的幅度很大。在这两个表中的比较学习给出了三个有趣

的结果。首先，数据清洗对于建立有效的分类器确实很有效。对于所有的六种数

据流，噪声都极大地影响了其上建立的分类器的预测精度。比较 NF 和 PF 的精度，

我们可以发现，去除噪声后可以极大的提高预测精度。其次，基于数据流挖掘的

集成学习框架对于小的数据错误很健壮，在六种数据流种，增加 10％的噪声没有

从根本上影响预测结果。这个结果也说明了集成学习在数据流上的健壮性。当噪

声水平增加的时候，噪声影响变得更加严重，当噪声水平增加到 20％的时候，预

测精度比没有噪声的时候要下降至少 5％。最后，噪声对数据流的影响是非线性增

长的，当噪声水平增加到 30％，预测精度将会被极度恶化。 

当对比三种噪声过滤方法 LF，GF 和 LgF 的时候，我们发现最简单的清洗方法

（比如 LF 和 GF）可以有效帮助提高模型的精度，特别是对那些噪声水平很高的

数据流。表 6.2 的结果显示 LF 和 GF 都有其优势，没有一种方法永远比对方好。

这就肯定了我们LgF方法可以比简单方法更加有效的鉴定噪声数据。表6.2也显示，

当块大小增大的时候，所有方法的错误鉴定准确率都有所增加。这可能是因为当

数据块包含更多的噪声的时候，噪声数据更容易就被捕获（随机选择的办法就不

错）。比如一个数据块有 10％的噪声，当块大小是 100 的时候，只有 10 个噪声样

本，而当块大小为 500 的时候，噪声样本达到了 50。 

表 6.3 的结果显示应用 LgF 处理噪声数据流后，模型的准确性将会有极大的提

高，预测精度几乎接近于完全没有噪声的结果。同时，相比于完全不清洗的结果，

LgF 的结果要高出将近 15％。这就说明 LgF 的 MVM 原则是一个有效的鉴定噪声

数据的方法。更确切地说，由于 LgF 倾向于分离数据块中的样本，使得分类器的

方差最小化，这种办法有效的提高了分类器的精度。另外一个有趣的发现就是，

尽管噪声样本的鉴定率直接影响了分类模型的预测准确率，这并不等于说对于一

个给定的噪声数据流，高的噪声鉴定率就能得到更准确的预测模型。比如在

Covtype 种，当=0.1 的时候，LF 的错误鉴定率为 701.99%（比 LgF 的 80.17%差），

然而 LF 的精度为 88.28%（高于 LgF 的 88.06%）。但是，这并不是说高的噪声鉴

定率就没有效果，事实上，一个高的噪声鉴定模型有更大的概率获得更好的预测

模型。 

总之，表 6.2 和 6.3 的结果表明，数据清洗是一个有效的从噪声数据流中建立

准确预测模型的方法。此外，LgF 利用全局和局部过滤的方法，以及最大方差间隔

的方法来分离噪声样本，可以有效的在噪声数据流上获得高精度的预测模型 
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表 6.2 在所有数据块上的平均错误鉴定精度 （ =） 

Streams  LF GF LgF 

Covtype 

0.1 71.9910.76 68.9714.77 80.179.42 

0.2 77.167.37 78.7011.13 83.937.15 

0.3 80.655.54 82.058.97 86.835.75 

0.4 82.894.69 80.978.02 87.874.98 

0.5 83.734.02 72.916.28 88.874.81 

HyperB 

0.1 33.7214.25 33.7317.51 46.7616.15 

0.2 45.5811.84 44.4916.44 58.3915.51 

0.3 53.8710.51 50.7514.09 62.6813.03 

0.4 61.439.57 56.8411.48 67.1511.58 

0.5 66.527.92 61.789.14 69.419.84 

HyperP 

0.1 30.487.65 39.158.65 49.849.45 

0.2 39.665.08 48.597.97 60.927.52 

0.3 47.874.50 54.936.47 66.455.93 

0.4 55.753.82 57.795.28 69.195.24 

0.5 61.563.26 61.054.00 70.664.24 

Letter 

0.1 36.007.74 55.0813.18 57.9511.41 

0.2 48.744.39 66.1812.08 68.648.21 

0.3 54.414.21 68.319.04 72.126.75 

0.4 59.003.20 70.787.78 74.855.14 

0.5 62.962.64 70.426.34 76.714.44 

Psupply 

0.1 25.806.87 22.988.54 37.2511.07 

0.2 35.597.44 36.089.37 50.959.93 

0.3 47.035.61 46.127.86 59.818.31 

0.4 54.695.24 53.926.03 64.986.45 

0.5 60.983.71 59.594.72 69.415.65 

Sensor 

0.1 73.9611.49 61.6022.39 78.4114.78 

0.2 79.037.57 69.8217.83 83.2310.41 

0.3 78.995.71 73.5414.76 85.088.22 

0.4 77.404.57 75.1511.96 85.487.16 

0.5 76.143.87 75.339.01 84.646.45 
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表 6.3 在整个清洗后的数据流上的模型预测精度 (=) 

数据流  NF LF GF LgF PF 
C

o
v

ty
p

e 

0.0 88.887.95 88.887.95 88.887.95 88.887.95 88.887.95 

0.1 88.288.52 88.157.96 87.598.04 88.067.81 88.727.82 

0.2 87.018.39 87.487.91 86.568.43 87.538.32 88.597.74 

0.3 84.429.18 86.358.44 85.349.02 86.618.10 88.317.98 

0.4 76.7310.38 85.088.60 83.499.67 85.598.62 87.917.87 

0.5 56.4210.17 82.728.84 78.3611.14 83.589.13 87.427.68 

H
y

p
er

B
 

0.0 60.7816.32 60.7816.32 60.7816.32 60.7816.32 60.7816.32 

0.1 59.1216.27 59.8816.70 58.8116.63 59.6116.83 60.4516.43 

0.2 56.9116.51 58.8216.97 56.3417.06 58.0317.27 59.9916.43 

0.3 53.6116.39 57.3716.89 54.6417.36 56.6817.73 59.5816.53 

0.4 49.4114.61 56.2916.98 52.3517.50 56.2418.01 59.3116.35 

0.5 44.2813.69 53.6617.82 48.4317.57 52.9118.39 59.0416.71 

H
y
p
er

P
 

0.0 65.706.27 65.706.27 65.706.27 65.706.27 65.706.27 

0.1 64.335.80 63.715.78 64.005.81 64.516.19 65.196.08 

0.2 61.615.67 61.565.19 61.995.86 63.245.93 64.666.16 

0.3 57.235.30 58.114.90 60.225.48 61.915.92 64.545.81 

0.4 48.205.28 53.994.67 56.206.09 58.955.84 63.425.76 

0.5 38.733.85 48.715.71 50.326.35 55.766.18 61.945.58 

L
et

te
r 

0.0 72.254.93 72.254.93 72.254.93 72.254.93 72.254.93 

0.1 71.325.97 69.825.37 69.815.76 70.265.38 71.285.10 

0.2 68.507.13 67.415.64 67.576.95 68.665.53 69.505.46 

0.3 64.308.03 63.476.53 64.757.55 66.126.27 68.615.05 

0.4 57.659.38 57.867.30 60.689.79 63.627.49 67.394.94 

0.5 44.557.17 47.847.45 54.4110.63 60.079.39 65.226.57 

P
su

p
p
ly

 

0.0 40.699.96 40.699.96 40.699.96 40.699.96 40.699.96 

0.1 39.8610.48 40.359.97 40.2610.42 40.5310.10 40.2810.28 

0.2 38.0210.60 39.0710.50 38.7410.17 39.5910.27 39.7410.61 

0.3 35.2410.41 38.010.43 36.749.88 38.6310.09 39.4410.43 

0.4 31.949.15 35.529.65 34.519.17 37.979.92 39.549.91 

0.5 25.987.31 30.489.01 30.259.33 35.9510.31 38.9610.01 

S
en

so
r 

0.0 78.8115.64 78.8115.64 78.8115.64 78.8115.64 78.8115.64 

0.1 78.6815.74 78.3215.63 77.4116.15 78.1415.92 78.7315.69 

0.2 76.8115.91 77.4915.80 75.7216.58 77.8316.09 78.4115.68 

0.3 73.3616.04 75.7215.88 73.4117.17 76.2616.37 77.9215.73 

0.4 67.8616.27 71.8616.26 70.4117.94 74.0216.46 77.2715.80 

0.5 58.5615.50 64.2216.38 64.2418.49 70.6916.84 76.0915.92 
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6.5.4 在不同的噪声水平下清洗结果 

在这节，我们给出了在用户指定的下的算法的性能（真正的噪声水平为）。我们

首先产生了一个噪声比例为的数据流，然后在指定的值下，应用 LgF 来清洗数据

流。在图 6.6 中，我们给出了 3 个不同的 （0.15, 0.25 和 0.35）下的结果，其中

值在[-0.1, +0.1]范围内，步长为 0.05。比如，给定=0.15，我们将可以收集结果

=0.05，0.10，0.15，0.20 和 0.15。为了对比，我们也把 NF 和 PF 列出，我们可以

看到，对于一个给定的噪声水平，对于不同的输入值，LgF 的结果的区别。 

在图 6.6 中，对于每个数据流，从左到右的长条柱分别表示从 NF，LgF（=-0.10, 

=-0.05, =, =+0.05, =+0.10）和 PF 的结果。结果显示，LgF 的结果对值的

选取并不特别敏感，在的取值远远偏于真实噪声水平的时候也能获得很好的结

果。总之，这些结果可以给出如下的结论：（1）的取值在过拟合或者拟合不足的情

况下，都能帮助建立一个好的预测模型，对于所有的 3 ( 值)  5 ( 值)  6 (流) =90

的组合中，我们可以看到 LgF 方法在 78 个组合比 NF 好（87％）；（2）平均来说，

拟合不足比过拟合的影响要小。（3）拟合不足不但比过拟合好，也比精确拟合的结

果要好。比如说，在 Sensor，Letter，HyperP 和 Covtype 数据上（=0.25 的时候）。

上面的结论肯定了一个结论：对于 LgF 框架，给定一个精确的值没有必要，赋予

一个较小的值就可以获得很好的结果。 
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(b) =0.25 
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(c) =0.35 

图 6.6  不同噪声水平下，在清洗后的数据流上建立的模型的平均预测精度。在每个图中，x

轴代表了每个数据流，y 轴代表了精度（调整后的精度，它等于真正的精度减去基本精度， 其

中 Covtype，HyperB，HyperP，Letter，Psupply 和 Sensor 的基本精度分别为 80，50，50，60，

30 和 70），对于每个数据流，从左到右的长条柱表示 NF, LgF (=-0.10, =-0.05, =, 

=+0.05, =+0.10)和 PF 的结果。 

6.6 本章小结 

本章提出了一个清洗噪声数据流的方法。由于外部环境因素的影响，数据流中

可能包含大量的噪声，而且这些噪声可能随机地分布在数据流中。 在这种情况下，

简单地使用某种算法（或算法集成）建立的分类器可能都得不到准确的预测模型。

为了解决这种情况，我们在本章首先提出了一个最大方差间隔（MVM）的原则，

在这个原则的基础上再提出了一个基于分类器集成的局部和全局过滤（Local and 

Global Filtering: LgF）的算法框架来清洗数据流。更确切地说，LgF 算法首先依据

MVM 原则对当前数据块上的样本进行排序，然后根据排序结果将样本分为两类：

正常数据子集和噪声数据子集，最后使用集成算法在正常数据上建立预测模型。

在六个数据集上的实验结果表明，在 LgF 算法清洗过的数据流上建立模型可以比

其它一些简单的方法获得更高的预测精度。 

本章的贡献有四个方面：（1）我们首先提出了数据流上的随机噪声问题，我们

认为噪声一般会均匀的分布在数据流中1；（2）我们首先提出了在噪声数据流上的

清洗策略，这种清洗方法将会好于任何在数据流上直接学习的办法； （3）我们

提出了一个最大方差间隔（Maximal Variance Marge：MVM）的原则来鉴定噪声数

据流，我们认为，那些在当前分类器（集成）上具有最大方差间隔的样本最有可

能是噪声样本；（4）我们提出了一个基于局部和全局过滤（LgF）的算法框架来清

洗数据流。 

                                                        
1 这个贡献不同于第六中的噪声描述贡献，上一章中，我们假设噪声是成块出现在数据流中的，因而可以用

混合集成的方法解决；但是在这一章中，我们给出了噪声是随机分布在整个数据流中的情形。 
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第七章．多目标数学规划方法挖掘邮箱日志流 

在本章中，我们将使用多目标数据规划（Multiple Criteria Mathematical 

Programming: MCMP）的方法来挖掘邮箱日志流。对于收费邮箱（VIP 邮箱）而言，

大量的客户流失迫使运营商必须迅速发现流失客户的特征和流失原因，以便找出

相应的规律来及时挽留这些客户。为此，在本章中，我们首先介绍了四个基于 MCMP

的模型（基于多目标线性规划的 MCLP 模型，基于多目标凸二次规划的 MCVQP 模型，

基于多目标凹二次规划的 MCCQP 模型，和基于多目标不确定二次规划的 MCIQP 模

型），然后利用这些模型来对客户的邮箱日志流文件进行分类以便找出客户的流失

规律。通过交叉验证和与其它模型的对比，我们可以看到，基于多目标规划的模

型（特别是 MCVQP 模型）可以实时、有效、稳定地发现流失客户的规律，为实时

决策提供有力支持。 

7.1 引言 

作为最基本的 Internet 服务之一，随着全球互联网的发展和网络技术的不断

创新，电子邮件的应用越来越普及，人们对 E-mail 服务的要求亦日渐提高。今天

E-mail 不再仅仅是人们思想交流和信息传递的工具，应用的广泛和深入发展使它

具备了基本服务的属性，并逐渐向商品和技术产品演化。同时，对许多商业用户

和特殊个人用户而言，他们也希望享用到在安全性、稳定性，以及服务支持力度

上更胜一筹的电子邮箱。因此，各大门户网站都推出了自己的收费邮箱来满足这

种市场需求[171, 172]。随着收费邮箱使用量的连年攀升，庞大的市场需求带动

了巨大的商业竞争，如何分析流失客户的潜在规律，降低客户的流失率，提高企

业竞争力已经成为各个邮箱运营商的竞争焦点。 

近年来，多目标数学规划（Multiple Criteria Mathematical Programming: MCMP）

的数据挖掘方法由于其模型的简单、高效，已经被广泛应用在实时知识发现领域。

因此，在本章中，我们将利用多目标数学规划的模型（包括其四个子模型），来挖

掘中国某门户网站提供的 VIP 客户的邮箱日志流数据，从中实时发现流失客户的

特征和流失原因。 

本章剩余部分的组织如下：在 7.2 节我们介绍邮箱日志流的数据结构，在 7.3

节我们介绍 MCMP 模型的历史和四个派生的子模型，在 7.4 节我们利用交叉验证和

模型对比的方法来验证 MCMP 方法的有效性和稳定性，最后我们在 7.5 节对本章进

行小结。 
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7.2 邮箱日志文件的数据结构 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

特征抽取 

特征抽取 

 

POP3 登录日志 

SMTP 登录日志 

HTTP 登录日志 

发送邮件日志 

收取邮件日志 

数据库中日志 

登录方式统计信息 

登录频率统计信息 

登录时间统计信息 

特征抽取 
收/发频率统计信息 

收/发时间统计信息 

收/发内容统计信息 

客户业务统计信息 

 

 

图 7.1 邮箱日志流的构造说明，日志流主要来自于三个方面：邮箱登录日志信息，收/发邮

件日志信息，和数据库的业务日志信息。 

 

图 7.1 展示了我们格式化客户邮箱日志的流程图。 首先我们从整个客户邮箱

系统中抽取了三部分的日志信息：客户登录的日志，客户收/发邮件的日志和客户

在数据块中留下的业务办理日志。这些日志文件都是非结构化的信息，具体信息

如下：当用户通过 POP3 协议登录的时候，服务器就会将该条登录信息记录在 POP3

登录日志里面； 当用户通过 SMTP 协议登录的时候，相应的信息被记录在 SMTP 登

录日志里面；最后，如果用户通过 HTTP 协议登陆，那么在 HTTP 登录日志里就会

留下相应的记录。这些初级的登录信息本身对我们没有太多的意义，因此我们在

其上衍生一些统计量，比如对于登录日志，我们统计出一天内总的登录次数，一

天内各种登录方式的频率，一天内在每个时间段的登录方式、次数、频率等信息。

对于收/发邮件日志，我们统计出一天内收/发邮件的频率信息，在每个时间段收/

发邮件的次数，以及邮件内容信息（比如邮件的大小）。 对于数据库日志，这是

一些静态数据，其上保存了客户的业务信息，比如客户投诉信息、客户缴/续费信

息等，这部分信息是以静态形式存放的，为了实时挖掘的需要，我们把相应的信

息统计出来并放在内存中供实时调用。通过以上处理，我们就可以得到最终的用

于分类的格式化的邮箱日志流数据。 
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7.3 多目标数学规划模型 

7.3.1 相关的工作 

近年来，很多从事运筹学的研究人员逐步进入数据挖掘领域[173-176]。根据

研究内容的不同，这类人可以分为两类：第一类从建模角度出发，研究如何利用

已有的最优化算法建立性能良好的数据挖掘模型[177-188]；另一类则从数据挖掘

的大规模数据处理角度出发，研究如何解决大规模的优化问题[189-200]。石勇教

授及其团队属于第一类，从 1998 年起石勇教授开始带领其团队进行数据挖掘的研

究工作，并开创性的把多目标数学规划的思想引入数据挖掘领域。此后，基于多

目标规划的数据挖掘理论和方法都有了极大的进展。从 2001 年，石勇等提出并开

发了基于多目标线性规划（MCLP）的模型和软件并成功用于商业智能领域[201-204, 

208, 218]。在 2004 年，何静等提出了模糊多目标线性规划（FMCLP）的模型[205]

和多目标非线性规划（MCNP）的模型并用于信用卡分类中[206]，同年，寇刚等提

出了多目标二次规划的模型（MCQP）[207]。在 2005 年，寇刚又提出了多组的多

目标线性规划（MGMCLP）模型用来解决多组分类问题[209, 210]。由于取得的分

类精度很高，寇刚等[211]又进一步将核函数加入 MCQP 中来构造可进行非线性分

类的多目标凸二次规划模型。不同于寇刚等通过求对偶将核函数加入模型，张展

等[212]直接把核函数以内积形式加入 MCLP 中，构造了一个非线性的 MCLP 分类模

型。张志旺等[215]将模糊理论引进多目标规划中构造一系列模糊多目标模型，严

年将不可加理论引进多目标规划中，张冬玲等[216]进行了一些基于多目标规划的

回归问题的研究。2007 年，在考虑到 MCLP 模型的数学解结构并未被证明过，石勇

等[217]提出了一个正则化的多目标线性规划（RMCLP）模型，张鹏等[219, 220]

则在该模型上做了一系列的改进工作，包括选择代表样本[219]，进行统计分析

[220]等。图 7.2 给出了基于多目标规划的分类算法的发展图，我们可以看到，MCLP

是所有模型的基础，在次之上，衍生了一系列的基于回归、模糊、粗糙理论的模

型。此外，基于多组分类、核映射的研究也成为当前该领域的热点。 

 

图 7.2 一些基于多目标规划的分类模型 
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7.3.2 模型推导 

这一节，我们将介绍一个一般的多目标模型。给定一个数据集 1{ ,..., }nA A A ，

其中每个记录 r

iA  是一个 r 维的向量。对于两类分类问题 1 2{ , }G G ，分类的目标

就是要找到一个投影方向 r

1 2 nX =(x ,x ,...,x ) R 和这个方向上的一个决策边界 b，使

得式 7.1 成立[173]， 

i 1

i 2

A , ;

A , ;

i

i

x b A G

x b A G

  

  
  （7.1） 

为了构造目标函数和完整的约束条件，我们需要引进一些变量。对于任意一个样

本 iA （1 i n  ）， iA x 是该样本在投影方向 x 上的坐标，我们定义变量 i 来度量该

样本的错分，定义变量 i 来度量该样本的正确分类，其规则如下： 

（1） 如果 1iA G 却被错误地分到第二类，或者 2iA G 却被错误地分到第一类，

那么就有 | |i iA x b   ； 

（2） 如果 iA 被正确地分类，那么就有 *| |i iA x b   ，其中 *b 为调整后的边界，其

值为 ib  或 ib  。 

在定义了这两个变量以后，分类问题（7.1）就转换为下面的问题：寻找两个度量

函数 ( ) 0f   和 ( ) 0g   ，使得在给定的约束下，对于错分的度量 ( ) 0f   能够最小

化，同时对于正确的分类的度量 ( ) 0g   能够最大化。因此，我们可以写出如下的

模型： 

(抽象模型) 

1

2

( ) ( )

. . :

0,

0,

, 0, 1,...,

i i i i

i i i i

i i

Minimize f and Maxmize g

s t

A x b A G

A x b A G

i n

 

 

 

 

   

      

      

  

  （7.2） 

其中， iA 是给定的一个样本， X 和b 是我们需要得到的模型，  

为了具体化模型的构成，我们使用简单的范数模型来具体化度量函数 ( )f  和

( )g  ，也就是说，令 1( )
p

p
f c   ， 2( )

q

q
g c   。 同时，为了把模型（7.2）

中的两个目标的优化问题转换成单目标优化的问题，我们引进变量 0w  和

0w  ，使得， 

(范数模型) 
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1 2

1

2

|| || || ||

. . :

0,

0,

, 0, 1,...,

p q

p q

i i i i

i i i i

i i

Minimize w c w c

s t

A x b A G

A x b A G

i n

  

 

 

 

   

      

      

  

  （7.3） 

其中， ，， 1c ， 2c 都为非负数。当对 p，q， 1c ， 2c 取不同的值时，我们可以

获得以下几个派生模型： 

 

模型 1： 令 p=1, q=1 并且 1c =0, 2c =0, 我们就可以得到如下的多目标线性规划模

型， 

(MCLP 模型 1) 

1 1

1

2

. . :

0,

0,

, 0, 1,...,

n n

i i

i i

i i i i

i i i i

i i

Minimize w w

s t

A x b A G

A x b A G

i n

  

 

 

 

 

 

      

      

  

 

 
 （7.4） 

模型 7.4 的优点是我们可以直接利用一些既有的线性规划包求解，比如 Matlab，

Visual Fortran 等软件。 

对于 7.4 中的模型，寇刚等给出了另外一种表达形式，假设 i i
 理想点为

* 0  ， i i
 的理想点为 * 0  。那么如果 *

i i
   ，则定义惩罚距离

*

i i
d     ，反之为 0. 如果 *

i i
   ，那么惩罚距离为 *

i i
d     ，反

之为 0。 因此，我们可以得到：(i) *

i i
d d       , (ii) *| |i i

d d       , 和 

(iii) , 0d d 

   。 类 似 地 ， 我 们 还 可 以 得 到 

*

i i d d       , *| |i i d d       , , 0d d 

   。这样 MCLP 模型还可以表

示为： 

(MCLP 模型 2)  

*

*

1

2

. . :

,

,

, ,

, ,

i i

i i

i i i i

i i i i

Minimize d d d d

s t

d d

d d

A x b A G

A x b A G

   

 

 

 

 

 

 

   

 

 

   

   

   

    

    




  （7.5） 

其中 iA , * , * 是给定的值, x  和 i , i , d

 , d

 , d

 , d

 0 。 
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模型 2：令 p=2, q=1, 1c =1, 2c =0，我们可以得到如下的多目标凸二次规划模型， 

(MCVQP 模型 1) 

2

i

1 1

1

2

( 1)

. . :

0,

0,

, 0, 1,...,

n n

i

i i

i i i i

i i i i

i i

Minimize w w

s t

A x b A G

A x b A G

i n

  

 

 

 

 

  

      

      

  

 

 
 （7.6） 

 

下面我们将把 MCVQP 模型和 MCLP 模型进行一些对比。从 MCLP 模型我们可以看

出，它对两个度量函数都采用线性加和的形式，这就意味着，MCLP 对于一个错分

产生的 i 和一个正确分类产生的 i 的惩罚实际上是一样的（当不考虑权重w 和w

的时候），而 MCVQP 模型通过对错分的描述 i 进行平方，可以加大对错分的惩罚，

因而当 iA 被错分的时候，MCVQP 对其的惩罚远大于 MCLP 所做的惩罚。因此，MCVQP

在这个方面可以说比 MCLP 好（事实上，实验结果也证实了这点，MCVQP 确实好于

MCLP）。由于当 1i  的时候，对 i 的平方可能使得相应的惩罚项更小，因此，我

们在 i 上加 1，确保平方以后对 i 的惩罚是一个严格递增函数。 

   模 型 7.6 可 以 进 一 步 化 简 ， 将 7.6 的 目 标 函 数 变 为

n n n
2

i i i

i 1 i 1 i 1

w 2w nw w     
  

     ，我们可以将其重写为： 

(MCVQP 模型 2) 

n n n
2

i i i

i 1 i 1 i 1

1

2

w 2w w

. .:

0,

0,

, 0, 1,...,

i i i i

i i i i

i i

Minimize

s t

A x b A G

A x b A G

i n

    

 

 

 

  

  

      

      

  

  

 
 （7.7） 

 

模型 3： 当设置 p=1, q=2， 1c =0, 2c =1 的时候，我们可以得到一个凹规划模型

如下： 

(MCCQP 模型) 

  （7.8） 
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2

i

1 1

1

2

( 1)

. . :

0,

0,

, 0, 1,...,

n n

i

i i

i i i i

i i i i

i i

Minimize w w

s t

A x b A G

A x b A G

i n

  

 

 

 

 

  

      

      

  

 

 

这个凹规划模型和凸规划模型相反，它对于正确分类的样本 iA 加大权重，也就是

说，对于正确分类的样本 iA ，MCCQP 更希望 iA 离开分类边界更远。凹规划模型是一

个 NP 难问题，它很难找到全局最优解，尤其对大问题更是如此。为了求解模型 7.8，

我们提出了一个迭代的近似算法，使得上述模型可以得到局部最优解。为了描述

这个迭代算法，我们引进一些符号， 

 , , ,X b   ， 2

1 1

( ) ( 1)
n n

i i

i i

f w w   
 

    ，并定义 

1

2

( , , , ) : 0, ,

                    0, ,

                     0, 0, 1, ,

i i i

i i i

i i

X b A X b i G

A X b i G

i n

   

 

 

      
 

        
    

为模型的可行域， 

这样，我们可以得到 

0, ,
( )

, .


 





 

 
 

因此，MCCQP 模型就等价于下面这个优化问题 

min   ( ) ( )f      （7.9） 

改写式 7.9 如下 

    ( ) ( ) ( ) ( )f g h        

其中
21

2

1

( ) ( )
n

i

i

g w     



   , 
2 21

2

1

( ) ( 1)
n

i

i

h w   


   ， 0  是一

个很小的正数。 那么 ( )g  和 ( )h   就变为了凸函数。 使用 DC 规划[129, 130, 

132-145]，我们可以得到求解 MCCQP 的算法 7.1。 

 

模型 4：当令 p=2, q=2, 1c =0, 2c =0，我们可以得到多目标不确定性二次规划模

型如下， 

(MCIQP 模型) 
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2 2

i

1 1

1

2

. . :

0,

0,

, 0, 1,...,

n n

i

i i

i i i i

i i i i

i i

Minimize w w

s t

A x b A G

A x b A G

i n

  

 

 

 

 

 

      

      

  

 

 
 （7.11） 

不确定性规划问题 7.11 也是一个 NP 难问题，我们也很难获得其全局最优解，尤

其是大规模的优化问题。由于它和 MCCQP 模型类似，我们给出算法 7.2 求解 MCIQP。 

 

 算法 7.1 MCCQP 求解 

输入： 0 3 1nR  , 0   

输出：局部最小解 *w  

开始 

REPEAT 

   
21 1

2
1

 =argmin ( '( ), ),   
n

k k

w i

i

w h     



 
   

 
    （7.10） 

UNTIL 1 .k k      

RETURN 最后一个解 *w  

结束 
 

图 7.3  MCCQP 算法流程 

 

 算法 7.2 MCIQP 求解 

输入： 0 3 1nR  , 0   

输出：局部最小解 *w  

开始 

REPEAT 

   
21 21

12
1

 =min ( '( ), ),   
n

k k

i

i

w h     



 
   

 
    （7.11） 

UNTIL 1 .k k      

RETURN 最后一个解 *w  

结束 
 

图 7.4  MCIQP 算法流程 

 

 图 7.4 给出了 MCIQP 的算法流程，从中可以看出，求解 MCIQP 和 MCCQP 的算法

类 似 ， 只 不 过 是 将 式 7.10 的 优 化 问 题 将 改 为 式 7.11 的 优 化 问 题
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21 21
12

1

 = min ( '( ), ),   
n

k k

i

i

w h     



 
   

 
 ，其中 

2 21
1 2

1

( )
n

i

i

h w   


   。 

7.4 实验 

7.4.1 交叉验证 

我们在邮箱数据流上使用交叉验证来查看以上四个模型的准确性和稳定性。为

了公平比较，我们都使用 500 正常客户和 500 个流失客户的样本作为训练样本，

剩下的 4998 个样本和 4998 个流失客户样本作为测试样本。  

 

           表 7.1 MCLP 的测试结果 

交叉验证 

训练集合 

(500 流失客户+ 500 正常客户) 

测试集合 

(4998 流失客户+ 4998 正常客户) 

LOST Acc. CUR. Acc. LOST Acc. CUR. Acc. 

数据集 1 408 81.6% 442 88.4% 3780 75.63% 4092 81.87% 

数据集 2 402 80.4% 439 87.8% 3634 72.71% 4183 83.69% 

数据集 3 403 80.6% 428 85.6% 3573 71.49% 4097 81.97% 

数据集 4 391 78.2% 454 90.8% 3525 70.53% 4394 87.92% 

数据集 5 409 81.8% 431 86.2% 3599 72.01% 4203 84.09% 

数据集 6 413 82.6% 443 88.6% 3783 75.69% 4181 83.65% 

数据集 7 399 79.8% 431 86.2% 3515 70.33% 4153 83.09% 

数据集 8 402 80.4% 433 86.6% 3747 74.97% 4099 82.01% 

数据集 9 404 80.8% 446 89.2% 3650 73.03% 4269 85.41% 

数据集 10 416 83.2% 444 88.8% 3808 76.19% 4218 84.39% 

 

表 7.2 MCVQP 的测试结果 

交叉验证 

训练集合 

(500 流失客户+ 500 正常客户) 

测试集合 

(4998 流失客户+ 4998 正常客户) 

LOST Acc. CUR. LOST Acc. CUR. LOST Acc. 

数据集 1 440 88.0% 460 92.0% 4009 80.21% 4294 85.91% 

数据集 2 436 87.2% 471 94.2% 3961 79.25% 4424 88.52% 

数据集 3 441 88.2% 457 91.0% 4007 80.17% 4208 84.19% 

数据集 4 454 90.8% 455 91.0% 4072 81.47% 4297 86.01% 

数据集 5 444 85.8% 562 92.4% 4073 81.49% 4367 87.37% 

数据集 6 449 89.8% 458 91.6% 4041 80.85% 4265 85.33% 

数据集 7 437 87.4% 465 93.0% 3899 78.01% 4397 87.98% 

数据集 8 440 88.0% 468 93.6% 3940 78.83% 4339 86.81% 
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数据集 9 452 90.4% 453 90.6% 3999 80.01% 4316 86.35% 

数据集 10 430 86.0% 466 93.2% 3886 77.75% 4399 88.02% 

 

表 7.3 MCCQP 的测试结果 

交叉验证 

训练集合 

(500 流失客户+ 500 正常客户) 

测试集合 

(4998 流失客户+ 4998 正常客户) 

LOST Acc. CUR. LOST Acc. CUR. LOST Acc. 

数据集 1 423 84.6% 446 89.2% 3978 79.59% 4270 85.43% 

数据集 2 438 87.6% 461 92.2% 3909 78.21% 4351 87.05% 

数据集 3 444 88.8% 454 90.8% 4146 82.95% 4310 86.23% 

数据集 4 428 85.6% 445 89.0% 4086 81.75% 4323 86.49% 

数据集 5 434 86.8% 453 90.6% 3984 79.71% 4232 84.67% 

数据集 6 424 84.8% 445 89.0% 3945 78.93% 4360 87.23% 

数据集 7 430 86.0% 447 89.4% 4022 80.47% 4252 85.07% 

数据集 8 433 86.6% 435 87.0% 3988 79.79% 4287 85.77% 

数据集 9 430 86.0% 452 90.4% 3950 79.03% 4323 86.49% 

数据集 10 418 83.6% 447 89.4% 3884 77.71% 4385 87.74% 

 

表 7.4 MCIQP 的测试结果 

交叉验证 

训练集合 

(500 流失客户+ 500 正常客户) 

测试集合 

(4998 流失客户+ 4998 正常客户) 

LOST Acc. CUR. LOST Acc. CUR. LOST Acc. 

数据集 1 420 84.0% 445 89.0% 3983 79.69% 4274 85.51% 

数据集 2 436 87.2% 461 92.2% 3920 78.43% 4348 86.99% 

数据集 3 445 89.0% 448 89.6% 4150 83.03% 4308 86.19% 

数据集 4 427 85.4% 441 88.2% 4078 81.59% 4318 86.39% 

数据集 5 426 85.2% 456 91.2% 3962 79.27% 4388 87.80% 

数据集 6 408 81.6% 448 89.6% 3780 75.63% 4290 85.83% 

数据集 7 425 85.0% 440 88.0% 3946 78.95% 4240 84.83% 

数据集 8 429 85.8% 451 90.2% 4102 82.07% 4190 83.83% 

数据集 9 416 83.2% 468 93.6% 3881 77.65% 4366 87.35% 

数据集 10 415 83.0% 460 92.0% 3983 79.69% 4332 86.67% 

  

 从表 7.1 的结果我们可以看到，10 组的 MCLP 的平均训练精度为 80.94%（流失

客户）和 87.82%（正常客户），平均测试精度为 73.26%（流失客户）和 83.81%（正

常客户）。从表 7.2 的结果可以看到，10 组的 MCVQP 的平均精度为 88.16%（流失

客户）和 92.26%（正常客户），平均测试精度为 79.80%（流失客户）和 86.65%（正
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常客户）。从表 7.3 的结果可以看到，10 组的 MCCQP 的平均精度为 86.04%（流失

客户）和 89.70%（正常客户），平均测试精度为 79.81%（流失客户）和 86.22%（正

常客户）。从表 7.4 的结果可以看到，10 组的 MCIQP 的平均精度为 84.94%（流失

客户）和 90.36%（正常客户），平均测试精度为 79.60%（流失客户）和 86.14%（正

常客户）。 

7.4.2 与 SVM 的结果对比 

本节中，我们把上述的四个模型和 SVM 模型进行对比测试，我们的 SVM 模型使

用的是 LIBSVM 2.82*。从表 7.5 中，我们可以看到，当对比我们的四个基于多目

标的模型时，MCLP 的精度最低，只有 78.53%。MCVQP 的精度最高，预测精度达到

了83.23%。 MCCQP和MCIQP的精度在MCLP和MCVQP之间，分别为83.02% 和82.87%。

当把我们的多目标模型和 SVM 模型进行对比时，我们发现四个基于多目标的模型

比 SVM（78.07%）的精度都要高。这可能是 SVM 在建模的时候仅仅考虑位于样本分

布边缘的支持向量点，而我们的多目标模型则考虑了每个样本点，在样本呈现正

态分布而同时支持向量和噪声点难以区分的时候，基于多目标的模型或许更有优

势。总之，基于多目标的模型在分类邮箱日志流上具有很高的准确率。 

 

表 7.5 与 SVM 的对比结果 

算法 
测试集 (9996 个样本) 

正确数 精度 

MCLP 7850 78.53% 

MCVQP 8319 83.23% 

MCCQP 8298 83.02% 

MCIQP 8284 82.87% 

SVM 7803 78.07% 

 

7.5 本章小结 

在本章中，我们给出了一个基于多目标数学规划（MCMP）来挖掘邮箱日志流的

应用实例，该实例给出了应用四个基于多目标规划的分类模型（基于多目标线性

规划的 MCLP 模型，基于多目标凸二次规划的 MCVQP 模型，基于多目标凹二次规划

的 MCCQP 模型，和基于多目标不确定二次规划的 MCIQP 模型）来实时分类邮箱日

志流。在真实邮箱日志流上的实验结果表明，基于多目标规划的模型可以有效、

准确、稳定地预测日志流中的客户流失名单，从而为实时决策提供有力的数据支

持。当然，要把基于多目标的模型推广到所有的数据流上，还需要很多的工作，

                                                        
*可以在 http://www.csie.ntu.edu.tw/~cjlin/libsvm/下载 
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在未来的工作中，我们将会开发增量的、自适应的多目标模型来处理数据流中的

概念漂移问题，并且进一步开发大规模数据下的快速算法等。 

本章的主要贡献在于：（1）我们给出了一个真实的邮箱日志流的挖掘实例，未

来我们可能公开这个数据库作为测试数据流算法的标准库；（2）我们在邮箱日志

数据流上对比分析了四个基于多目标规划的模型 MCLP，MCVQP，MCCQP 和 MCIQP 和

SVM 模型，这些工作可以为以后类似的研究做参考；（3） 由于基于多目标规划的

模型的简单、准确和稳定性，我们推荐把基于多目标规划的模型（特别是 MCVQP

模型）加入常用的数据流挖掘算法库，从而进一步充实数据流上的算法库。 

 

 

 

 

 



挖掘概念漂移的数据流 

104 

第八章．总结和展望 

近年来，随着大规模数据生成，收集，存储和传输技术的发展，产生了一类新

的数据密集型的应用领域：数据流。在数据流中，数据大量连续的到来，使得我

们无法直接使用传统数据挖掘算法来获取数据流上的知识。从分类数据流的角度

来看，以往大部分的研究都集中在处理大规模的流数据和概念漂移这两个难题上。

尽管这些研究都在某种假设条件下获得了很好的实验结果，但是当扩展到一般的

数据流上的时候，却都遇到了很多的困难。在本文中，针对以往那些研究的不足

之处，我们进行了以下几方面的工作： 

 ̧ 提出了数据流上的主动学习框架，该工作的主要贡献有以下三个方面：（1）不

同于以往在数据流上的监督学习策略，我们首先考虑了数据流上标签样本花费

的问题，并提出了在数据流上通过标签一部分样本来降低学习代价的新策略；

（2）我们首先提出了使用主动学习框架来建立数据流上的高效、准确的预测

模型；（3）我们首先提出了在数据流上的方差最大的采样原则，我们认为方差

最大的样本就是那些可以用来处理概念漂移的样本。 

 ̧ 挖掘只有部分标签样本的数据流，该工作的主要贡献有以下四个方面：（1）我

们把数据流中的标签样本和未标签样本分为了四种不同的类型，这种划分不仅

考虑了数据流上的部分标签问题，也考虑了数据流上的概念漂移问题；（2）我

们提出了一个关系 Kmeans 模型（RK），这种模型可以用来进行一种特殊的半监

督情形：未标签样本和标签样本的分布不完全相同；（3）我们提出了一个转移

半监督支持向量机（TS3VM）模型来学习数据流中的标签（同分布和类似分布）

样本和未标签（同分布）样本；（4）尽管我们使用了基于 SVM 的模型，但是这

种基于转移和半监督学习的思想可以被扩展到任何数据流上的学习模型中。 

 ̧ 分类数据流中的概念漂移，该工作的主要贡献有以下三个方面：（1）我们把数

据流分为松弛概念漂移（LCD）的数据流和严格概念漂移（RCD）的数据流两种；

（2）我们推导了一个基于最优权重调节（OWA）的分类器加权模型以最小化当

前集成分类器在未来测试块上的错误率；（3）我们对比了基于样本加权和基于

分类器加权的集成学习框架，给出了在不同采样方式下的应用效果。 

 ̧ 挖掘噪声数据流，该工作的主要贡献有以下三个方面：（1）我们首先提出了数

据流上的噪声描述，我们认为，挖掘数据流不仅要考虑大规模的数据和概念漂

移问题，同时也要考虑由于外部因素的影响，数据流中可能出现的噪声数据块

问题；（2）我们提出了一个混合集成（AE）的学习框架来挖掘带噪声的数据流；

（3）我们还对当前流行的数据流挖掘算法在各种不同类型的流数据上进行了

性能对比。 
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 ̧ 清洗噪声数据流，该工作的主要贡献有以下四个方面：（1）我们首先提出了数

据流上的随机噪声问题，我们认为噪声一般会均匀的分布在数据流中（这个贡

献不同于前面的噪声描述贡献，在前面我们假设噪声是成块出现在数据流中

的，因而可以用混合集成的方法解决；但是在这里，我们给出了噪声是随机分

布在整个数据流中的情形）；（2）我们首先提出了在噪声数据流上的清洗策略，

这种清洗方法将会好于任何在数据流上直接学习的办法； （3）我们提出了一

个最大方差间隔（Maximal Variance Marge：MVM）的原则来鉴定噪声数据流，

我们认为，那些在当前分类器（集成）上具有最大方差间隔的样本最有可能是

噪声样本；（4）我们提出了一个基于局部和全局过滤（LgF）的算法框架来清

洗数据流。 

 ̧ 多目标数学规划挖掘邮箱日志流，该工作的主要贡献有以下三个方面：（1）我

们给出了一个真实的邮箱日志流的挖掘实例，未来我们可能公开这个数据库作

为测试数据流算法的标准库；（2）我们在邮箱日志数据流上对比分析了四个基

于多目标规划的模型 MCLP，MCVQP，MCCQP 和 MCIQP 和 SVM 模型，这些工作可

以为以后类似的研究做参考；（3） 由于基于多目标规划的模型的简单、准确

和稳定性，我们推荐把基于多目标规划的模型（特别是 MCVQP 模型）加入常用

的数据流挖掘算法库，从而进一步充实数据流上的算法库。 

 

尽管我们对数据流进行了多方面的研究，但是随着数据流应用领域的扩展和深

化，数据流本身将变得更加的复杂和多样，比如分布式数据流挖掘的问题，带有

不确定性数据的数据流挖掘问题等等。总之，数据流中有待解决的问题还很多，

目前的研究只处于数据流挖掘的起步阶段，未来还需要更多的工作来研究和处理

各种复杂应用背景下的数据流。 
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